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RESUMO

No Brasil, a agricultura irrigada € o setor responsavel pela maior demanda de 4gua consumida.
Desse modo, € necessario o desenvolvimento de técnicas que permitam a utilizagao dessa dgua de
forma sustentdvel. A evapotranspiracio € a ocorréncia simultanea dos processos de evaporagao
e transpiracdo em uma superficie vegetada, e designa a quantidade de dgua perdida por uma
cultura. Através da estimativa dessa perda, pesquisadores e agricultores podem gerenciar de
forma mais eficiente o consumo de dgua de seus cultivos. Este trabalho propds a criacao de
modelos de predi¢@o para a evapotranspiracdo de referéncia, a partir de dados meteorolégicos. A
multidimensionalidade dos dados pode gerar modelos que necessitem de muitas varidveis, logo,
também foi proposta uma solu¢do que emprega a execucao de técnicas de selecdo de atributos
antes da constru¢c@o dos modelos. Ao final do estudo, foi possivel concluir que, modelos de alta
acurdcia podem ser criados a partir do algoritmo M5’ em conjunto com técnicas de selecao de

atributos.

Palavras-chave: Agricultura-Irrigacdo. Mineracao de Dados. Evapotranspiracdo. Regressao

Linear Multipla.



ABSTRACT

In Brazil, irrigated agriculture is the sector responsible for the greater water consumption
demand. Therefore, it is necessary to develop techniques that allow the use of this water
in a sustainable way. Evapotranspiration is the simultaneous occurrence of evaporation and
transpiration processes on a vegetated surface, and designates the amount of water lost by
a crop. By estimating this loss, researchers and farmers can efficiently manage the water
consumption of their crops. This work proposes the creation of prediction models for reference
evapotranspiration, based on climatic data. The multidimensionality of the data can generate
models that need many climatic variables, so a solution that employs the execution of feature
selection techniques before the construction of the models was also proposed. All in all, it was
possible to conclude that models with high accuracy can be generated by using M5’ trees and

feature selection techniques.

Keywords: Agriculture-Irrigation. Data Mining. Evapotranspiration. Multiple Linear

Regression.



LISTA DE FIGURAS

Figura 1 — Passos da Sele¢do de Atributos . . . . . . . .. .. ... ... L. 14
Figura2 — Comparagdo entre os trabalhos relacionados e o trabalho proposto. . . . . . 22
Figura3 — Atributos presentes nos arquivos dedados . . . . . .. .. ... ... ... 26
Figura4 — Atributosem funcdode ETy . . . . . . . . . . . . o 27
Figura5 — Atributosem funcdode ETy . . . . . . . . . . . oo oo 27
Figura6 — Atributosem funcdode ETy . . . . . . . . . . . .. oo 28
Figura7 — Atributosem funcdode ETy . . . . . . . . . . . . e 28
Figura 8 — Dados presentes nobancodedados . . . . . .. ... ... ... . ..... 29
Figura9 — Instanciasremovidas . . . . . . . . ... .. ... ... .. ... 30
Figura 10 — Atributos em funcdo de ETj apés a remocao de outliers . . . . . . . . ... 30
Figura 11 — Atributos em fungdo de ETj ap6s a remocgao de outliers . . . . . . .. ... 31
Figura 12 — Atributos em func¢do de ETy apds a remocgao de outliers . . . . . . . . . .. 31
Figura 13 — Atributos em funcdo de E7j apds a remogao de outliers . . . . . . . . ... 32
Figura 14 — Atributos selecionados por cada algoritmo . . . . . . ... ... ... ... 33
Figura 15 — Coeficiente de correlacdo dos modelos criados . . . . . . . . . ... .. .. 34

Figura 16 — Modelo gerado pela Regressdo Linear utilizando os atributos selecionados

pelo CES + RandomSearch . . . . . . ... ... ... ... ........ 34

Figura 17 — Arvore do M5’ utilizando os atributos selecionados pelo CES + RandomSearch 35

Figura 18 — Equacgdes geradas pelo M5’ utilizando os atributos selecionados pelo CFS +

Random Search . . . . . . . . . . . . 36

Figura 19 — Equagdes geradas pelo M5’ utilizando os atributos selecionados pelo CFS +

Random Search . . . . . . . . . . . . 37

Figura 20 — Correlacdo entre os valores de ETy estimados pelo M5’ e pelaestacdo . . . . 38

Figura 21 — Correlagao entre os valores de ETj estimados pela Regressao Linear e pela

ESTACA0 . . . . . e e e e 38

Figura 22 — Correlagdo entre os valores de ETy estimados pelo M5’ + BestFirst e pela

EStACAD . . . . . e e e e e e 38

Figura 23 — Correlagdo entre os valores de E7j estimados pela Regressdao Linear +

BestFirstepelaestagdo . . . . . . . . ... L Lo L 39

Figura 24 — Correlacdo entre os valores de E7j estimados pelo M5’ + ExhaustiveSearch

epelaestacdo . . . . . . ... 39



Figura 25 — Correlacdo entre os valores de E7j estimados pela Regressdao Linear +
ExhaustiveSearche pelaestacdo. . . . . . . . . . . . ... ... ...... 40
Figura 26 — Correlacdo entre os valores de E7Tj estimados pelo M5’ + GeneticSearch e
pelaestacdo . . . . ... e 40
Figura 27 — Correlacdo entre os valores de E7j estimados pela Regressdao Linear +
GeneticSearchepelaestacdo . . . . . . . . . .. ..o 41
Figura 28 — Correlagdo entre os valores de ETy estimados pelo M5’ + RandomSearch e
pelaestacdo . . . . ... e 41
Figura 29 — Correlagdo entre os valores de ET, estimados pela Regressao Linear +
RandomSearch e pelaestagdo . . . . . . . ... .. ... ... ... ... 42
Figura 30 — Coeficientes de determinacdo (R%) . . . . . . . .. . . ... ... ... 42
Figura 31 — Correlacdo entre os valores de E7Tp de Quixeramobim estimados pelo modelo
e os valores de ETy de Quixadd estimados pelaestacdo . . . . . . . .. .. 43
Figura 32 — Coeficiente de determinacdo entre os valores de ETy de Quixeramobim

estimados pelo modelo e os valores de ETj de Quixadd estimados pela estagdao 43



2.1
2.1.1
2.2
23
24

4.1
4.2

5.1
5.2
5.3
5.4
5.5

6.1
6.2
6.3
6.4
6.5

SUMARIO

INTRODUCAO . . . . ottt et et e e e e e e e e e eeee e 10
FUNDAMENTACAOTEORICA . . ... ..o itiiennnn.. 12
Evapotranspiracao . . . . . . . . ... ... oo 12
Evapotranspiracdo de Referéncia . . . . . . . . ... ... ... ..... 12
Métodos de Selecao de Atributos . . . . . . ... ... ... 13
Regressao Linear . . . . . . . ... ... ... ... ............ 17
M e 18
TRABALHOS RELACIONADOS .. ... ... ... 19
OBJETIVOS . . . . it i i it e ittt ettt iee e 23
ObjetivoGeral . . . . . . ... ... .. ... ... 23
Objetivos especificos . . . . . . . ... ... ... ... ... ... ... 23
PROCEDIMENTOS METODOLOGICOS . . .......oou.... 24
Coletadosdados . . . . . . ... ... . ... ... 24
Preparacaodosdados . . . . . .. ... ... ... L. 24
Aplicacdo da selecdo de atributos . . . . . . ... ... 24
Criacao dos modelos preditivos . . . . . . ... ... ... ........ 24
Validacao e andlise dosresultados . . . . . . . ... ... ......... 25
EXPERIMENTOSERESULTADOS . . . . . .. ... i i vt 26
Coletadosdados . . . . . . ... ... ... ... ... 26
Preparacdodosdados . . . . . .. ... ... ... ... L. 26
Aplicacao da selecao de atributos . . . . . . .. .. ... ... L. 32
Criacao dos modelos preditivos . . . . . . .. ... ... ... ... .. 33
Validacdo e andlise dosresultados . . . . . . . ... ... ....... .. 37
CONCLUSAO E TRABALHOSFUTUROS . . . . ..o v v v v e v 45
REFERENCIAS . ... ...ttt ittt 46
APENDICE A - SELECAODE ATRIBUTOS . . . ........... 48
APENDICE B - MODELOS PREDITIVOS . . ............. 53

ANEXO A - ESTACAO METEOROLOGICA . ... .......... 81



10
1 INTRODUCAO

O esforco para reduzir de forma significativa a inseguranga alimentar e a pobreza se
mantém no topo das prioridades humanas. A agricultura irrigada exerce um papel importante
para que esse objetivo seja alcancado, assegurando abordagens inovadoras que levam a uma
maior produtividade (FAO, 2015). Segundo Agéncia Nacional de Aguas (2015), a irrigacio é
responsdvel por 72% da demanda de dgua consumida no Brasil. A medida que outros setores
como abastecimento de 4gua, inddstria, manufatura e o proprio meio ambiente se expandem, a
concorréncia por essa demanda aumenta. Assim, cabe ao setor de agricultura revisar e ajustar seus
métodos de acordo com a quantidade de dgua disponivel para utilizagdo (GARCES-RESTREPO;
VERMILLION; MUOZ, 2007).

O manejo da irrigagdo tem por finalidade estabelecer técnicas que possibilitem
aumentar a conservacao de dgua e energia sem reduzir a producao econdmica da cultura, a
partir do conhecimento das necessidades de dgua do cultivo, além das caracteristicas do solo
e da sua capacidade de armazenar d4gua. Dentre as diversas técnicas existentes, pode-se citar
0 monitoramento via clima, que consiste na utilizacdo de dados climaticos para estimativa
do consumo de dgua de uma cultura. A estimativa é determinada pela evapotranspiracao,
conceito este que designa a ocorréncia simultanea dos processos de evaporagdo e transpiracao
de uma superficie vegetada. O célculo das necessidades de dgua das culturas € feito a partir da
evapotranspiracao de referéncia e do coeficiente de cultura (FRIZZONE; SOUZA; LIMA, 2013).

Métodos indiretos de monitoramento podem ser utilizados para a realizacdo da
estimativa da evapotranspiracdo de referéncia. Enquadram-se, nessa categoria, as estacdes
meteoroldgicas automadticas, compostas por uma série de sensores de pardmetros meteorologicos
(FRIZZONE; SOUZA; LIMA, 2013). A partir desses sensores, dados climéticos sio coletados
com uma determinada frequéncia e sdo usados para a realizacdo das estimativas.

Esses dados também podem ser analisados por meio da mineracdo de dados, que
consiste na aplicacao de técnicas e algoritmos que reconhecem padrdes e modelos sobre os
dados, de modo que esses gerem algum conhecimento. Dentre as vdrias técnicas existentes, estd
a regressao linear, que possui a finalidade de mapear os dados em fun¢do de uma variavel de
predicao real (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996). O pré-processamento € a
etapa que precede a mineragdo e possui grande importincia para que os resultados obtidos pelas
andlises sejam realmente uteis e precisos. A selec@o de atributos € uma das técnicas utilizadas

mais importantes, que visa a redu¢do do nimero de atributos, de modo que sejam retirados dados
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irrelevantes, redundantes ou que nao possuam valor significativo para os resultados (LIU; YU,
2005).

Em Xavier, Tanaka e Revoredo (2015b) foi realizado um estudo que possuia por
objetivo responder ao questionamento: € possivel estimar a evapotranspira¢do independentemente
da disponibilidade de todas as varidveis? Para solucionar esse problema, os autores utilizaram
conjuntos de dados com séries historicas, gerados por estagdes meteoroldgicas no estado do Rio
de Janeiro. Foram criados modelos de predi¢do a partir do algoritmo M5', que utiliza drvores
de decisdo para criar equacdes lineares. Para cada conjunto de dados, foram obtidas algumas
equacdes para calcular a evapotranspira¢do. Ao final do estudo, os autores notaram que nenhum
dos modelos utilizava todos os atributos dos conjuntos para gerar as equagoes.

Os resultados gerados pela metodologia de Xavier, Tanaka e Revoredo (2015b)
estimaram valores referentes especificamente as culturas presentes nos ambientes onde os dados
climaticos foram coletados. Partindo desse cenério, este trabalho prop0s a criacao de modelos
preditivos para o cdlculo da evapotranspiracao de referéncia, utilizando os dados produzidos pela
estacdo meteoroldgica instalada na UFC Quixada. Foram criados modelos com e sem selec@o
de atributos, através da aplicacdo da regressdo linear e do M5'. Ao final, foi realizada uma
comparacao entre as duas abordagens para constatar qual delas resultou em modelos de melhor
acurdcia. A principal contribuicio deste trabalho, deu origem ao artigo de Caminha et al. (2017),
aceito na /9th International Conference on Enterprise Information Systems (ICEIS 2017).

No Capitulo 2 serdo abordados os principais conceitos envolvidos neste trabalho:
Evapotranspiracdo (se¢do 2.1) e Evapotranspira¢do de Referéncia (subse¢do 2.1.1), Métodos de
Sele¢do de Atributos (se¢io 2.2), Regressdo Linear (se¢do 2.3) e M5’ (se¢do 2.4). Os trabalhos
relacionados serdo apresentados no Capitulo 3 e o Capitulo 4 mostrard os objetivos deste trabalho.
No Capitulo 5, serdo abordados os procedimentos metodoldgicos e no Capitulo 6 serdo descritos
os experimentos e seus resultados. Por fim, a conclusdo e os trabalhos futuros serdo apresentados

no Capitulo 7.
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2 FUNDAMENTACAO TEORICA

Neste capitulo, serdo apresentados os principais conceitos presentes neste trabalho.
O capitulo estd organizado dessa maneira: na Secdo 2.1 serd mostrada a definicdo de
evapotranspiragdo, seguida pela Subsecao 2.1.1, onde serd abordada a evapotranspiracao de
referéncia. As Secdes 2.2, 2.3 e 2.4 irdo descrever os métodos de selecao de atributos, a

regressdo linear e o0 M5', respectivamente.

2.1 Evapotranspiracao

O ciclo hidrolégico é composto por diversos componentes que sdo fortemente
impulsionados pelas condi¢des climéticas. Dentre os mais importantes processos desse ciclo,
pode-se destacar a evaporagdo e a transpiragdo (TUNDISI, 2003). Em ambos os processos, a
dgua sofre uma transformacao fisica e passa do estado liquido para o vapor. A evaporagdo ocorre
em diversas superficies como lagos, rios, solos e vegetacdes imidas, enquanto a transpiracao
ocorre especificamente nas superficies das plantas (ALLEN et al., 1998).

De acordo com Frizzone, Souza e Lima (2013), o termo evapotranspiracao (ET)
designa a ocorréncia simultanea da evaporagdo e transpiracdo em uma superficie vegetada. Sua
taxa é normalmente descrita em milimetros (mm) por uma determinada unidade de tempo e
expressa a quantidade de dgua perdida da cultura (ALLEN et al., 1998).

A evapotranspiracdo pode ser estimada por medidas diretas ou indiretas. No primeiro
grupo se enquadram os diferentes tipos de lisimetros e o método do balanco de dgua no solo. No
segundo grupo, encontram-se 0os modelos micrometeorolégicos tedricos e empiricos, baseados
na utilizagdo de dados climaticos. Os métodos diretos oferecem melhores estimativas, porém sua
realizacdo € dispendiosa e demorada, dificeis de serem realizadas no campo. Logo, esse métodos
sdao geralmente utilizados por pesquisadores para calibrar os métodos indiretos (FRIZZONE;
SOUZA; LIMA, 2013). Um dos mecanismos utilizados nos métodos indiretos sdo as estagdes
meteoroldgicas automadticas, compostas por diversos sensores que coletam dados climéticos. A

partir desses dados, a estimativa da evapotranspiracao ¢ realizada.
2.1.1 Evapotranspiragdo de Referéncia

A taxa de evapotranspiracao de uma superficie de referéncia € denotada pelo termo

evapotranspiracdo de referéncia (E7p), a qual utiliza a superficie de cultura da grama como padrao.
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Os tnicos fatores que influenciam na ETj sdo de parametros climaticos e, consequentemente,
seus valores podem ser computados a partir de dados meteorolégicos (ALLEN et al., 1998).

A determinagdo da ETy € uma das principais atividades para entender o consumo de
agua de uma certa cultura. Esse consumo € designado pelo coeficiente ET;, obtido a partir da

Equagdo 2.1:

ET.=ETyx K, (2.1)

Onde ET. corresponde a quantidade de 4gua usada pela cultura, ETy a
evapotranspiragdo de referéncia e K, o coeficiente da cultura.

Diversos métodos para calcular a E7Ty sdo apresentados na literatura e cada um
possui suas particularidades como, por exemplo, a utilizacdo somente de varidveis climdticas que
tenham maior influéncia em locais com um determinado clima. Embora haja essa diversidade, o
método recomendado pela Food and Agriculture Organization of the United Nations (FAO), € a
equacdo de Penman-Monteith. Entretanto, sua utilizacdo é complexa, dispendiosa, e intolerante
a indisponibilidade de alguma das varidveis climéticas requeridas.

Neste trabalho, foram criados modelos de predicdo da ETj alternativos a equagao de
Penman-Monteith, que utilizassem as varidveis disponibilizadas pela estagao meteoroldgica do

campus.

2.2 Métodos de Selecao de Atributos

O pré-processamento dos dados € uma etapa de grande importincia no processo de
extracdo de conhecimento. Suas técnicas incluem limpeza, integragdo, transformacao e reducao
dos dados. Quando aplicadas antes da mineracdo de dados, essas técnicas podem aumentar
substancialmente a qualidade dos resultados ou at€ mesmo diminuir o tempo gasto durante o
processo de mineragdo (KAREGOWDA; MANJUNATH; JAYARAM, 2010). Dentre as técnicas
de reducdo de dados, encontram-se os métodos de selecdo de atributos.

A selecdo de atributos € o processo pelo qual um subconjunto de atributos é
selecionado a partir do seu conjunto de atributos original. Durante esse processo, dados
irrelevantes e redundantes sdo removidos, de modo que, ao final, resultem apenas os atributos

que melhor representem a base de dados (LIU; YU, 2005).
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Esse processo possui vdrias etapas, conforme sdao apresentadas na Figura 1.
Primeiramente, um conjunto de dados € recebido como entrada. A partir dele, subconjuntos com
atributos candidatos sdo criados utilizando um algoritmo de busca. ApOds essa fase, os
subconjuntos gerados sdo avaliados mediante um critério de parada. Caso a avaliacdo selecione
o melhor subconjunto, o processo € encerrado e o resultado é validado; caso contrdrio, os passos

anteriores sao executados novamente até que o melhor subconjunto seja gerado e avaliado.

Figura 1 — Passos da Selecao de Atributos

Conjunto Subconjuntos
Original Criagio de , Criados o Avaliacio dos
Subconjuntos - Subconjuntos
A
Subconjuntos
Avaliados
Nio T )
\ Critério de parada.
_ satisfeito?
Sim

Validagio do Resultado

Fonte — Adaptado de Liu e Yu (2005).

Existem duas abordagens para a selecdo de atributos: a wrapper e a filter
(KAREGOWDA; MANJUNATH; JAYARAM, 2010). A abordagem wrapper utiliza o préprio
algoritmo de mineragcdo de dados para avaliar a importancia do conjunto de atributos. Sua
principal vantagem € a capacidade de gerar um conjunto 6timo para o algoritmo utilizado.
Entretanto, sua utilizacdo € de grande custo computacional devido a sua complexidade.
Diferente da anterior, a abordagem filter é executada de forma independente e ocorre antes da
aplicacdo do algoritmo de mineracdo de dados. Isso permite que o conjunto de atributos
selecionados por ela seja dado como entrada no algoritmo de mineracao.

Em Hall (2000) foi proposto o algoritmo Correlation-based Feature Selection (CFS),

que enquadra-se na abordagem filter e emprega uma heuristica para avaliar a importancia dos
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atributos. Essa heuristica considera a capacidade de predi¢do do valor de classe que os atributos
possuem baseando-se na correlagdo interna entre eles. A hipdtese bésica da heuristica diz que
um bom conjunto de atributos possui seus membros altamente correlacionados com o atributo de
classe, mas pouco correlacionados entre si.

O CFS € um avaliador, portanto necessita ser executado juntamente com um
algoritmo de busca, responsdvel por criar os subconjuntos de atributos a serem avaliados. Dentre
os vdrios algoritmos de busca, encontram-se o BestFirst, o ExhaustiveSearch o GeneticSearch e
0 RandomSearch.

O BestFirst emprega a heuristica de sempre explorar primeiro o subconjunto com
melhor escore. Esse escore € definido a partir de uma funcao de avaliagdo, utilizada em todos
os subconjuntos. O algoritmo mantém duas listas nas quais, uma mantém os subconjuntos que
ainda nao foram explorados (open) e a outra, mantém os subconjuntos ji explorados (closed).
Ambas as listas sdo ordenadas de acordo com os escores. No Algoritmo 1! é apresentado o

passo-a-passo da busca em pseudocddigo.

Algoritmo 1: BestFirst Search
Data: List open, closed

closed + {},
open < {start},
score <~ {};
score[start] < evaluationFunction(start) ;
while open # empty do
current <— minimum(open) ;
if current = goal then
return path(current);
end
closed < add(current),
open <— remove(current),
neighbors <— neighborhood(current);
for neighbor to neighbors do
if neighbor ¢ closed then
score[newNode] <+ evaluationFunction(neighbor);
open <— add(neighbor);

end

end

end

O algoritmo ExhaustiveSearch testa sequencialmente cada possibilidade a fim de
determinar a solu¢do esperada. A busca pode iniciar com um conjunto vazio ou nao vazio. Caso

seja iniciado com um conjunto vazio, o melhor subconjunto é retornado como solucdo. Se

' Adaptado de: <http://wiki.roblox.com/index.php?title=Best-first_search>.


http://wiki.roblox.com/index.php?title=Best-first_search
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iniciado com um conjunto nao vazio, o subconjunto com avaliagdo melhor ou igual ao conjunto
inicial € retornado. Um pseudocégido generalizado para o ExhaustiveSearch é apresentado no

trecho de c6digo? abaixo:

backtrack(int solution, int depth)

{
if (isSolution(solution))
return solution
elseq{
newSolution = generatesolution()
backtrack(newSolution, depth+1)
}
}

Goldberg e Holland (1988) definiram o GeneticSearch como um método
probabilistico projetado para grandes espacos de busca envolvendo estados que podem ser
representados por strings. Esse método € paralelo e utiliza amostras do espaco (conjuntos de
strings) para gerar um novo conjunto de amostras. Também s3o analisados conjuntos de
substrings com a finalidade de produzir regras de criag@o para as populagdes futuras.

Apés a criagdo do espaco de busca, o algoritmo desenvolve-se fazendo uso de
trés operagdes: a selecdo, o crossover € a mutagcdo. A selecdo é responsdvel por manter a
sobrevivéncia da amostra que melhor se encaixa ao objetivo da busca. O crossover permite que
os membros das amostras (strings) sejam recombinados e, a mutacao, introduz modifica¢des
de modo a aleatorizar as sequéncias de bits repetidas, evitando uma convergéncia prematura. O

Algoritmo 2 3 contém o pseudocédigo em alto nivel do GeneticSearch.

Algoritmo 2: GeneticSearch Algorithm

produce an initial population of individuals;
evaluate the fitness of all individuals;

while termination condition not met do

select filter individuals for reproduction;
recombine between individuals;

mutate individuals;

evaluate the fitness of the modified individuals;

generate a new population;

end

O termo RandomSearch faz referéncia a um algoritmo que utiliza algum tipo de

aleatoriedade ou probabilidade. De modo geral, o RandomSearch prioriza encontrar uma boa

2
3

Adaptado de: <http://www.algorithmist.com/index.php/Exhaustive_Search>.
Adaptado de: <https://www.slideshare.net/kancho/genetic-algorithm-by-example>.


http://www.algorithmist.com/index.php/Exhaustive_Search
https://www.slideshare.net/kancho/genetic-algorithm-by-example
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solucdo de forma rdpida, cujo resultado converge em probabilidade, a encontrar uma solugao
6tima. Tomando X como um vetor de n varidveis de decisdo e S um espaco de solucdo, Zabinsky
(2009) definiu genericamente o RandomSearch de acordo com os passos abaixo:
e Passo 0: Inicialize os parametros do algoritmo ® , os pontos iniciais Xo C S e o indice
de iteracdo K = 0.
e Passo 1: Gere uma colecdo de pontos candidatos V| C S de acordo com um gerador
especifico e seu respectivo distribuidor de amostras.
e Passo 2: Atualize X; | baseando-se nos pontos candidatos Vy 1, o indice de iteragdo e os
pardmetros do algoritmo anteriores. Também atualize os parametros © .
e Passo 3: Se o critério de parada for satisfeito, encerre o algoritmo. Caso contrdrio,
incremente K e retorne ao Passo 1.
Este trabalho utilizou o CF'S juntamente com os algoritmos de busca descritos acima,

para selecionar o conjunto de atributos que gerou modelos de predi¢dao da E7j com alta acurécia.

2.3 Regressao Linear

A andlise de regressdo € uma técnica estatistica que possui a finalidade de investigar
e modelar a relac@o entre varidveis por meio de uma equagcao matematica (MONTGOMERY;
PECK; VINING, 2015). Essa técnica é amplamente utilizada para extracdo de conhecimento em
bases de dados com varidveis continuas.

Segundo Montgomery, Peck e Vining (2015) um modelo de regressdo linear multipla

pode ser representado pela Equagdo (2.2):

y=PBo+ Bixi +Poxo+ ...+ Prxx + € (2.2)

Onde y corresponde a varidvel a ser prevista e f3;, Vj, j € {0,1,...,k} os coeficientes
de regressao, que representam a variagdo do valor-resposta de y por cada unidade de x;. O €
corresponde ao erro estatistico para mapear os dados de acordo com o modelo.

A regressdo linear multipla € implementada no algoritmo LinearRegression, na
ferramenta Waikato Enviroment for Knowledge Analysis (WEKA) (HALL et al., 2009), e foi
utilizada neste trabalho para criar o modelo preditivo da E7p, o qual utilizou como entrada os
dados de todos os atributos do dataset e o conjunto de atributos selecionados pelos métodos

abordados na Sec¢do anterior.
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24 MY

Uma das abordagens para criacdo de modelos preditivos consiste na aplicacao de
arvores de decisdo. As drvores de decisdo tradicionais, e suas regras de aprendizagem, foram
desenvolvidas para utilizarem atributos cujos valores sdo discretos (WANG; WITTEN, 1996).
Contudo, em dados do mundo real, valores continuos sao muito comuns e fizeram-se necessarias
melhorias nessa abordagem.

Partindo desta necessidade, Quinlan (1992) propds o algoritmo M5, que possui como
principal caracteristica a utilizacao de arvore de decisdo na qual, ao contrario da tradicional,
oferece a possibilidade de uso de modelos de regressdo linear multivariados em suas folhas.

Posteriormente, Wang e Witten (1996) perceberam que o M5 ndo possuia tratamento
de atributos enumerados ou com valores ausentes e propuseram o algoritmo M5’ que
implementava essas melhorias. No M5’, a solugd@o para os atributos com valores ausentes é feita
a partir do processo de particionamento dos mesmos, que € um método utilizado por diversos
algoritmos de selecdo de atributos. Devido essa caracteristica, € possivel que os modelos lineares
gerados nas folhas da arvore nao precisem utilizar todos os atributos dados como entrada.

O M5P é a implementagéo do M5’ na ferramenta WEKA (HALL et al., 2009) e foi

utilizado neste trabalho para gerar modelos de predicdo da ETy.
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3 TRABALHOS RELACIONADOS

O uso de modelos preditivos para auxiliar na estimativa da quantidade de agua
necessitada por uma cultura j foi objeto de estudo de diversos autores e abordados de diferentes
formas.

No trabalho de Xavier, Tanaka e Revoredo (2015a) os autores possuiam o objetivo
de encontrar padrdes regionais na estimativa da evapotranspiracdo potencial. Inicialmente,
foram obtidas séries historicas de sete cidades a partir das bases de dados geradas por estacdes
meteoroldgicas e disponibilizadas pelo Instituto Nacional de Meteorologia (INMET). As cidades
que possuiam latitudes proximas eram consideradas similares quanto aos seus aspectos climéticos.
Baseando-se nisso, foi gerado um modelo de predi¢ao para estimar a evapotranspiracao sobre os
dados de Resende - RJ utilizando regressao linear. Esse mesmo modelo foi reutilizado sobre as
bases de dados das outras cidades (Cordeiro, Itaperuna, Sao Carlos, Cruzeiro do Sul, Maceid
e Manaus) para descobrir qual a precisdo dele ao gerar as estimativas de locais diferentes. Os
resultados gerados foram comparados com as séries histdricas das respectivas cidades. Ao final,
o modelo obteve boa acurdcia com os dados histéricos nas trés cidades que foram consideradas
similares, porém eram falhos nas cidades ndo similares. Este trabalho assemelha-se com Xavier,
Tanaka e Revoredo (2015a) na utilizagdo de dados meteoroldgicos para criar um modelo preditivo
a partir da técnica de regressao linear. Entretanto, diferencia-se na base de dados que serd utilizada
para criar os modelos e no emprego de algoritmos de selecao de atributos. Além disso, este
trabalho buscou estimar o valor da evapotranspiracao de referéncia, enquanto Xavier, Tanaka e
Revoredo (2015a) estimou a evapotranspiragdo potencial.

Hendrawan e Murase (2011) pretendiam desenvolver um sistema de irriga¢ao precisa
baseado em machine vision. Nesse sistema, era necessdrio que houvesse um modelo preditivo
capaz de estimar a quantidade de dgua necessdria para a planta a partir de sua respectiva
textura. Para tal, foi realizada a observacao do estresse causado pela 4gua em uma plantacdo
de sunagoke moss.! Tal observacdo foi executada a partir de fotos, onde essas passavam por
um processo de conversdo em diversas escalas de cores (Grey, HSV, HSL e L*a*b*). A partir
dessas conversdes uma Colour Co-occurrence Matrix (CCM) foi gerada para cada escala de cor,
com a finalidade de descobrir as texturas das plantas. Tais texturas sao representadas por escalas
de cores e indicam o estado da planta, causado pelo excesso ou pela falta de 4gua. Logo apos

esse processo, foram aplicados quatro algoritmos de selecdo de atributos para a detec¢io das

I Um tipo de planta sem flores que cresce em aglomerados e ambientes timidos.
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melhores texturas a serem dadas de entrada para a criagdo do modelo preditivo. Os algoritmos
escolhidos foram Neural-Intelligent Water Drops (N-IWD), Neural-Simulated Annealing (N-SA),
Neural-Genetic Algorithm (NGA) e Neural-Discrete Particle Swarm Optimization (N-PDSO).
As texturas selecionadas na etapa anterior foram passadas como entrada para o classificador Back-
Propagation Neural Network (BPNN) e um modelo, para cada conjunto de texturas selecionados,
foi gerado. Apds os experimentos, foi concluido que as texturas escolhidas pelos algoritmos de
selecdo de atributos geraram modelos preditivos com maior acurécia.

Assim como Hendrawan e Murase (2011), este trabalho se prop0s a aplicar
algoritmos de selecdo de atributos e gerar modelos de predicdo a partir do conjunto retornado
por esses algoritmos. Entretanto, este trabalho utilizou essa abordagem para estimar a
evapotranspiracdo de referéncia a partir de dados com valores numéricos.

Em um outro estudo, Xavier, Tanaka e Revoredo (2015b) obtiveram as bases de dados
meteoroldgicos do INMET, as quais correspondiam as seis estacdes meteoroldgicas presentes
em cidades do Rio de Janeiro. O objetivo dos autores era criar um modelo de predi¢cdo da
evapotranspiracdo potencial para cada base, o qual conseguisse gerar bons resultados mesmo que
houvesse a indisponibilidade de alguns atributos. Dentre os diversos algoritmos de classificagao
para dados numéricos presentes na ferramenta WEKA, o que obteve melhor acuricia nos testes
foi 0 M5’, escolhido para realiza¢do dos experimentos. Todas as bases possuiam pelo menos um
atributo com valores ausentes. Os modelos geraram equagdes para calcular a evapotranspiracao
potencial e, em algumas bases, o atributo "temperatura compensada média"era utilizado como
decisor para qual equacdo ser empregada. Os resultados gerados pelo modelo obtiveram alto
grau de correlacio com as séries histéricas disponibilizadas pelo INMET. E importante ressaltar
que nenhuma das equacdes criadas pelo M5’ utilizaram todos os atributos das bases de dados.

Este trabalho possui semelhanca com o de Xavier, Tanaka e Revoredo (2015b)
no fato de que foi utilizado o M5 para a cria¢do de um modelo preditivo a partir de dados
meteoroldgicos. Porém, distingue-se na evapotranspiracao estimada e na abordagem, na qual o
M5’ ndo foi o tnico algoritmo aplicado para gerar os modelos.

Sawalkar e Dixit (2015), obtiveram bases de dados climaticos coletados em
diferentes regides da Florida, disponibilizadas pela United States Geological Survey (USGS). As
bases correspondiam ao monitoramento de trés estacdes meteoroldgicas instaladas em lugares
distintos, durante os anos de 2000 a 2004. Os autores estimaram, para cada ano, as taxas de

evapotranspiracio de referéncia didrias e mensais utilizando o método de Penman-Monteith e o
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algoritmo M5. Ao final, foram realizadas compara¢des com a finalidade de descobrir qual das
duas abordagens resultava em estimativas com maior acurdcia. Ao final do estudo concluiu-se
que, o M5 criou modelos de predi¢do da E7y com melhor acurdcia do que o método de
Penman-Monteith.

O trabalho de Sawalkar e Dixit (2015) assemelha-se a este na criacdo de modelos
de predi¢cdo da ETj, na utilizacdo de mais de uma abordagem para realizar as estimativas e na
comparagdo de acurdcia das abordagens adotadas. Entretanto, diferencia-se deste trabalho por
utilizar o método de Penman-Monteith como uma das técnicas para calcular a ETy.

No estudo de Rahimikhoob (2014), foram coletadas bases de dados climaticos
da provincia Sistdo-Baluchistdo, no Ird. As bases continham dados mensais do periodo de
1998 a 2007, provenientes 4 estacdes meteoroldgicas diferentes em regides de clima drido. O
objetivo do autor consistiu na criagdo de modelos de predicdao da ETy utilizando Artificial Neural
Network (ANN) e drvores M5, a partir dos dados citados acima. Os modelos foram comparados e
avaliados utilizando as métricas coeficiente de correlagdo, erro médio e erro médio dos quadrados.
Concluiu-se que, ambos os modelos obtiveram alta acurdcia, com coeficientes de correlacdo
muito proximos. Entretanto, o modelo criado pela ANN, obteve erros menores do que o modelo
criado pelo M5.

O trabalho proposto possui semelhangas com o de Rahimikhoob (2014) na utilizagao
de duas abordagens diferentes para a criacdo de modelos preditivos da ETy. Entretanto, diferencia-
se no emprego de técnicas de selecdo de atributos.

A Figura 2 apresenta as similaridades e as dissimilaridades dos trabalhos citados

neste capitulo com o trabalho proposto, em relagdo as suas principais caracteristicas.



Figura 2 — Comparagdo entre os trabalhos relacionados e o trabalho proposto
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Fonte — Elaborada pela autora.
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4 OBJETIVOS

Neste Capitulo, serdo apresentados o objetivo geral e os objetivos especificos deste

trabalho.

4.1 Objetivo Geral

Criar modelos de predi¢do da ETj que possuam tolerancia a indisponibilidade de

varidveis e que sejam de simples utilizagdo.

4.2 Objetivos especificos

e Aplicar os métodos de selecdo de atributos sobre os dados;

e Gerar modelos preditivos da ETy utilizando regressao linear a partir dos conjuntos de
atributos selecionados;

e Gerar um modelo preditivo da ETj a partir de todos atributos da base de dados, utilizando
o algoritmo Linear Regression,;

e Gerar modelos preditivos da ETy utilizando o M5’ a partir dos conjuntos de atributos
selecionados;

e Gerar um modelo preditivo da ETj utilizando o M5’ e todos os atributos da base de dados;

e Comparar os modelos gerados em relagao a métrica: coeficiente de correlagdo.
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5 PROCEDIMENTOS METODOLOGICOS

Neste Capitulo, serdo descritas as etapas executadas para atingir os objetivos deste

trabalho.

5.1 Coleta dos dados

A primeira etapa consistiu na coleta de dados climéticos gerados pela estacao
meteoroldgica instalada no campus da UFC Quixadd. As informacdes e maiores detalhes sobre a

estacdo sdo apresentados no Anexo A.

5.2 Preparacao dos dados

Nesta etapa, os dados foram preparados para serem recebidos pelos algoritmos de
selecdo de atributos. Inicialmente, foi necessario converter o arquivo de dados para o formato
.csv, visto que o arquivo original fornecido pela estagdo possuia extensao .dat. Em seguida,
foram removidas as tuplas consideradas outliers, para garantir resultados mais precisos e de

melhor acuricia.

5.3 Aplicacao da selecao de atributos

Ap6s a preparagdo dos dados, foi realizada a aplicacdo da selecdo dos atributos para
a criacdo dos modelos preditivos. Foi executado o algoritmo CFS juntamente com cada um dos
métodos de busca apresentados no Capitulo 2: BestFirst, GeneticSearch, ExhaustiveSearch e

RandomSearch.

5.4 Criacao dos modelos preditivos

Esta etapa, consistiu na criacdo dos modelos de predi¢ao utilizando a regressao linear
e o M5’. Primeiramente, para cada algoritmo, foram obtidos os modelos utilizando todos os
atributos da base de dados. Apds isso, de modo similar, foram criados os modelos utilizando

cada conjunto de atributos selecionados na etapa abordada na Secao 6.3.
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5.5 Validacao e analise dos resultados

Ap0s a criacdo dos modelos na etapa descrita anteriormente, os resultados de cada
um foram comparados e avaliados baseando-se na métrica coeficiente de correlacao. Também
foram executados testes nos modelos, de modo a descobrir o quao préximos estavam os valores de
ET), estimados pela estacdo meteoroldgica, com os valores estimados pelos modelos de predi¢ao.
Para melhor visualizacio dos resultados dos testes, foram elaborados graficos, apresentados no

capitulo seguinte.
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6 EXPERIMENTOS E RESULTADOS

Neste Capitulo, serdo abordados com maiores detalhes os experimentos realizados e

seus respectivos resultados.

6.1 Coleta dos dados

Como ja mencionado anteriormente na Secdo 5.1, esta etapa foi constituida pela
coleta dos dados que foram utilizados nos experimentos. Os dados obtidos correspondem as
condi¢des climdticas monitoradas no periodo de 16 de junho a 19 de outubro de 2016. A coleta
foi realizada por meio de uma conexao serial com o datalogger da estacdo, provida pelo software

PCW?200. O arquivo de dados recebido possuia 3191 tuplas e os atributos presentes na Figura 3.

Figura 3 — Atributos presentes nos arquivos de dados

ATRIBUTOS

ETy

Record

Timestamp

Precipitagcdo

Velocidade do vento

Radiacgao solar (total e média)

Temperatura (méxima e minima)

Umidade relativa (minima, maxima e média)
Temperatura do ar (minima, mdxima e média)
Pressao atmosférica (minima, maxima e média)

Fonte — Elaborada pela autora.

6.2 Preparacio dos dados

A etapa de preparacdo dos dados € uma das mais importantes no processo de
descoberta de conhecimento, pois € nela que sdo retiradas as instancias vazias, inconsistentes e
fora do padrdo. Instancias fora do padrao sdo chamadas de outliers e quando presentes na base
de dados, podem reduzir de forma significativa a acuracia e a confianca dos resultados obtidos
apds a mineragao.

A fim de visualizar o padrdo e detectar os outliers nos dados coletados, foram
elaborados graficos nos quais, cada atributo presente na Figura 3, foi plotado em fun¢do da ETj.

Para a criacdo dos graficos, foi utilizada a linguagem estatistica R (R Core Team, 2015), que



oferece diversas bibliotecas e fun¢des para auxiliar na produgdo de representacdes gréficas de

conjuntos de dados. As Figuras 4 a 7 mostram os gréficos criados.

Figura 4 — Atributos em funcdo de ETy
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Fonte — Elaborada pela autora.

Figura 5 — Atributos em funcdo de ET
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Fonte — Elaborada pela autora.
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Figura 6 — Atributos em funcio de ETj
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Fonte — Elaborada pela autora.
Figura 7 — Atributos em funcdo de ETy
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Analisando as Figuras acima, é possivel notar que cada atributo possui mais de um
padrdo quando seus valores sao colocados em fun¢ao da ETy, o que indica fortemente a existéncia
de outliers na base de dados. Tomando como exemplo o gréfico da temperatura do ar minima
presente na Figura 6, pode-se perceber que existe uma grande concentracio de valores iguais a 0
quando a ETj varia. Desse modo, todas as instancias que possuem esse valor de temperatura
devem ser removidas, pois devido a localizacdo e as condi¢des climdticas de Quixadd, é bastante
improvdvel que esse dado tenha sido monitorado corretamente pela estacao.

Apés a observacdo dos gréficos, os dados foram inseridos em uma tabela no
PostgreSQL para que a remog¢ao dos outliers pudesse ser efetuada. Na Figura 8, estdo destacadas
algumas tuplas, e nelas € possivel perceber a auséncia da casa decimal em valores de atributos
como temperatura do ar méxima, umidade relativa maxima e umidade relativa minima. Esse
padrao ocorreu em diversas tuplas de diversos atributos em toda a base de dados. Essa falha
pode ter sido gerada por comportamentos inesperados de leitura dos sensores da estacao,

possivelmente causados por falta de manutencgao.

Figura 8 — Dados presentes no banco de dados

=] L £ |No limit -

record pressao_aktm_max| pressao_atm_min chuva_mm temp_ar_max|temp_ar_min umid_relat_max umid_relat_min

[PK] integer|real real real real real real real
1 |20429 619.371 599.808 ] 32568 30.99 59462 52995
2 |20430 619.408 599765 ] 33855 31579 57.87 49134
3 |20431 619.045 599.789 ] 35064 31.63 56033 43796
4 (20432 619.267 599.857 ] 35761 32308 54189 42244
5 |20433 620.186 599.841 ] 34655 33567 43855 40146
6 |20478 620.226 599829 ] 34626 32418 48641 40.43
7 |20481 619.902 599.722 ] 35003 32188 43064 37158
8 |20482 620.321 599.737 ] 33698 30189 48.6 38441
9 |20494 619.808 599.832 ] 23251 22.73 99964 99406
10 (20495 600.852 599.734 ] 24163 23222 99566 96886
11 (20507 620.314 599.734 ] 30.68 29,17 61.96 45.91
12 (20508 620.317 599.936 ] 29439 27589 69773 61927
13 |20509 [620.339 599.896 2 27.57 26198 76945 69796
14 (20510 620.36 599.747 ] 26198 25336 83796 76941
15 (20511 620.269 599.734 ] 25355 24896 88348 83824
16 (20512 620.238 599.734 ] 24946 24754 89012 88188
17 (20514 620.263 599.771 0 24786 24535 92035 89672
18 (20515 600.907 599.734 ] 24574 24243 92488 91791
19 (20516 620.281 599.725 ] 24375 23803 94004 91976
20 (20517 600.586 599.872 ] 24012 23792 94621 93764
21 |20518 620.168 599.753 ] 24343 23812 94566 93.67
22 (20519 600.983 599.734 ] 25156 24034 95558 91828
23 |20520 620.275 599.734 ] 25615 24986 91992 89.55

Fonte — Elaborada pela autora.

Devido a inconsisténcia presente nessas tuplas, elas foram removidas para garantir
a acurdcia dos modelos a serem criados. Através da realizacdo de consultas SQL, foi possivel
detectar, para cada atributo, qual era o ultimo valor que possuia casa decimal. Desse modo,

todas as tuplas que possuiam valores maiores do que esse limite, foram removidas. A Figura 9



apresenta tais valores.

Figura 9 — Instancias removidas

VALORES REMOVIDOS

Precipitagdao > 1

Velocidade do vento > 4

Pressao atmosférica maxima > 625.000

Radiagdo solar média > 25.4809

Radiagdo solar total > 6000000

Temperatura minima > 23.4105

Umidade relativa média > 99.8006

Temperatura méxima > 24.8820

Temperatura do ar minima < 1

Temperatura do ar minima > 36.692

Temperatura do ar méxima < 1

Temperatura do ar méxima > 37.965

Umidade relativa minima > 87.062

30

Umidade relativa maxima > 95.5

Fonte — Elaborada pela autora.

Ap0s a retirada dos outliers, a quantidade de tuplas da base de dados reduziu para

1120 e foram produzidos novos graficos para visualizar a mudanca no padrao dos dados. Nas

Figuras 10 a 13 € possivel constatar padroes mais consistentes, diferentes dos graficos mostrados

anteriormente.

Figura 10 — Atributos em fun¢do de ETy apos a remogao de outliers

ETO

0.10 0.20

0.00

Umidade relativa minima vs ETO

Umidade relativa minima (%)

Fonte — Elaborada pela autora.

ETO

0.10 0.20

0.00

Velocidade do vento vs ETO

Velocidade do vento (m/s)
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Figura 11 — Atributos em funcao de ETy ap6s a remocao de outliers

Precipitacdo vs ETO
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Fonte — Elaborada pela autora.

599.95

ETO

ETO

0.10 0.20

0.00

0.20

0.00 0.10

Pressio atmosférica maxima vs ETO

600

1 1 I
605 610 615 620

Pressao atmosferica maxima (Mbar)

Radiacéo solar média vs ETO

Radiacaoc solar media (Kj)

Figura 12 — Atributos em funcao de ETj ap6s a remocao de outliers

Temperatura do ar maxima vs ETO
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Fonte — Elaborada pela autora.
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Figura 13 — Atributos em funcao de ETj ap6s a remocao de outliers

Temperatura maxima vs ETO Temperatura minima vs ETO
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Fonte — Elaborada pela autora.

Analisando o novo grafico de temperatura do ar minima (Figura 12) € possivel notar
que, diferente da Figura 6, ndo existem mais instancias com valor de temperatura do ar minima
iguais a 0 e todos os outros valores estdo concentrados no intervalo de 20 a 35 graus celsius. Logo,
analisando também os outros graficos, € seguro afirmar que a remog¢ao dos outliers contribuiu

para o aumento da qualidade dos dados.

6.3 Aplicacao da seleciao de atributos

Apoés a etapa de preparacao dos dados, foi executado o algoritmo de selecao de
atributos CFS, juntamente com cada um dos algoritmos de busca explorados na secao 2.2:
BestFirst, ExhaustiveSearch, GeneticSearch e RandomSearch.

O WEKA ¢ uma ferramenta livre que implementa uma colecao de algoritmos de
machine learning para mineragao de dados, desenvolvida na University of Waikato (HALL et al.,
2009) e fo1 utilizada para a realizac@o de todos os experimentos dessa etapa.

A execucdo de todos os algoritmos de busca utilizaram como modo de teste 0 método
de validacdo cruzada com 10 conjuntos. Na Figura 14, sdo apresentados os atributos selecionados

por cada algoritmo e no Apéndice A sdo expostas as telas de saida geradas pelo WEKA durante
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as execugoes.

Figura 14 — Atributos selecionados por cada algoritmo

ALGORITMO ATRIBUTOS SELECIONADOS

CFS + BestFirst Pressdo atmosférica minima, temperatura
do ar maxima, velocidade do vento,
radiagdo solar média

CFS + ExhaustiveSearch | Pressdo atmosférica minima, temperatura
do ar minima, temperatura do ar média,
velocidade do vento, radia¢do solar média
CFS + GeneticSearch | Pressdo atmosférica minima, temperatura
do ar minima, temperatura do ar maxima,
temperatura do ar média, velocidade do
vento, radiac@o solar média

CFS + RandomSearch | Pressdo atmosférica minima, temperatura
méxima, temperatura do ar média,
velocidade do vento, radiagc@o solar média

Fonte — Elaborada pela autora.

6.4 Criacao dos modelos preditivos

A criacdo dos modelos preditivos deu-se logo apds a etapa de aplicacdo dos
algoritmos de selecdo de atributos. Os modelos foram produzidos a partir dos algoritmos M5’ e
a regressdo linear, implementados na ferramenta WEKA. Para criar os modelos, a base de dados
foi separada em conjuntos de treino e teste. Para treino foram utilizadas 70% das instancias e,
para teste, os 30% restantes.

Ao final da execugdo dos algoritmos, sdo informadas as taxas de erros dos modelos e
seus coeficientes de correlagdo. O coeficiente de correlagdo € uma medida de avaliacdo e indica a
relacdo entre os valores estimados pelo modelo e os valores reais presentes no conjunto de teste.
O coeficiente varia de 0 a 1, logo, quanto mais préximo de 1 ele for, mais os valores estimados
pelo modelo estardo préximos de seus valores originais do conjunto de teste.

Na Figura 15 € possivel observar a correlacdo obtida em cada um dos modelos
criados durante os experimentos. De um modo geral, todos os algoritmos produziram modelos
de alta acurdcia, visto que seus valores estio todos acima de 0.9. Entretanto, o modelo gerado a
partir do conjunto de atributos selecionados pelo CFS + RandomSearch apresentou o coeficiente

de correlacao mais préximo ao do modelo criado sem a selecdo de atributos.



Figura 15 — Coeficiente de correlacdo dos modelos criados

ALGORITMO M5’ REGRESSAO LINEAR
CFS + BestFirst 0988 | 0.9511
CFS + ExhaustiveSearch | 0.9897 | 0.9536
CFS + GeneticSearch 0.9899 | 0.9536
CFES + RandomSearch 0.9963 | 0.9653
Sem sele¢do de atributos | 0.9969 | 0.9659

Fonte — Elaborada pela autora.
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Para melhor organizagao do texto, apenas os melhores modelos serdo expostos nessa

Secdo e os demais podem ser encontrados no Apéndice B. A seguir, na Figura 16, € apresentado

o modelo criado pela regressao linear. Nas Figuras 17, 18 e 19 sdo mostradas, respectivamente, a

arvore e suas equagdes correspondentes, produzidas pelo M5’. Ambos os algoritmos utilizaram

como entrada o conjunto de atributos selecionado pelo CFS + RandomSearch para criar seus

modelos.

Figura 16 — Modelo gerado pela Regressao Linear utilizando os atributos selecionados pelo CFS

+ RandomSearch

REGRESSAO LINEAR

et0 = -0.006

tempMax + 0.0057 *
tempArMedia + 0.0289 * ventoVeloc + 0.0055 *
radSolarMedia + -0.0601

Fonte — Elaborada pela autora.



Figura 17 — Arvore do M5’ utilizando os atributos selecionados pelo CFS + RandomSearch

tempArMedia <= 26.4 :

ventoVeloc <= 0.784 : EQ1

ventoVeloc > 0.784 :

|  tempArMedia <= 24.718 :

| |  radSolarMedia <= 6.249 : EQ2

| | radSolarMedia > 6.249 : EQ3

|  tempArMedia > 24.718 :

| | radSolarMedia <= 6.963 : EQ4

| | radSolarMedia > 6.963 : EQ5
tempArMedia > 26.4 :

radSolarMedia <= 6.122 :

tempArMedia <= 29.416 : EQ6

tempArMedia > 29.416 :

| ventoVeloc <= 0.822 : EQ7
ventoVeloc > 0.822 :

|  ventoVeloc <= 1.433 :

| | tempArMedia <= 32.715 : EQ8
| |  tempArMedia > 32.715 : EQ9
|
|

ventoVeloc > 1.433 :

| tempArMedia <= 31.746 : EQ10
| | | tempArMedia > 31.746 : EQi1
radSolarMedia > 6.122 :

tempArMedia <= 30.43 :

| ventoVeloc <= 1.851 : EQ12

| ventoVeloc > 1.851

| |  tempMax <= 20.49 : EQ13

| |  tempMax > 20.49 : EQ14
tempArMedia > 30.43 :

| ventoVeloc <= 1.92 :

| ventoVeloc <= 1.356 : EQ15

| ventoVeloc > 1.356 : EQ16
ventoVeloc > 1.92 :

|  tempArMedia <= 32.648 :

| | ventoVeloc <= 2.264 : EQ17
| | ventoVeloc > 2.264 : EQ18
|
|
|

tempArMedia > 32.648 :
|  ventoVeloc <= 2.376 : EQ19
| ventoVeloc > 2.376 : EQ20

Fonte — Elaborada pela autora.
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Figura 18 — Equagdes geradas pelo M5’ utilizando os atributos selecionados pelo CFS + Random

Search

NOME

EQUACAO

EQO1

et0 = -0.0022 * tempMax + 0.002 *
tempArMedia + 0.0145 * ventoVeloc +
0.0024 * radSolarMedia - 0.0115

EQO2

et0 = -0.0057 * tempMax + 0.0054 *
tempArMedia + 0.0097 * ventoVeloc +
0.001 * radSolarMedia - 0.0088

EQO03

et = -0.0103 * pressaoAtmMin
- 0.0064 * tempMax + 0.0035 *
tempArMedia + 0.0156 * ventoVeloc +
0.0052 * radSolarMedia + 6.1857

EQO4

et0 = -0.0069 * tempMax + 0.0065 *
tempArMedia + 0.0138 * ventoVeloc +
0.0031 * radSolarMedia - 0.0293

EQO5

et0 = -0.0068 * tempMax + 0.0086 *
tempArMedia + 0.0187 * ventoVeloc +
0.0023 * radSolarMedia - 0.0787

EQ06

et0 = -0.0043 * tempMax + 0.0071 *
tempArMedia + 0.0275 * ventoVeloc -
0.0024 * radSolarMedia - 0.0932

EQ07

et = -0.0021 * tempMax + 0.0044 *
tempArMedia + 0.0617 * ventoVeloc +
0.0004 * radSolarMedia - 0.1006

EQO8

et = -0.002 * tempMax + 0.009 *
tempArMedia + 0.0521 * ventoVeloc +
0.0004 * radSolarMedia - 0.2454

EQO09

et0 = -0.0023 * tempMax + 0.0083 *
tempArMedia + 0.0602 * ventoVeloc +
0.0004 * radSolarMedia - 0.2245

EQ10

et0 = -0.0034 * tempMax + 0.0108 *
tempArMedia + 0.0393 * ventoVeloc +
0.0004 * radSolarMedia - 0.2582

EQI11

et = -0.0041 * tempMax + 0.012 *
tempArMedia + 0.0551 * ventoVeloc -
0.0031 * radSolarMedia - 0.294

EQI2

et0 = -0.0062 * tempMax + 0.0074 *
tempArMedia + 0.0407 * ventoVeloc +
0.002 * radSolarMedia - 0.0994

EQI3

et0 = -0.0071 * tempMax + 0.0091 *
tempArMedia + 0.0403 * ventoVeloc +
0.0016 * radSolarMedia - 0.1248

EQI4

et0 = -0.0067 * tempMax + 0.0089 *
tempArMedia + 0.0357 * ventoVeloc +
0.0041 * radSolarMedia - 0.1412

EQI5

et0 = 0.003 * pressaoAtmMin - 0.0029
* tempMax + 0.0061 * tempArMedia
+ 0.0679 * ventoVeloc + 0.0008 *
radSolarMedia - 1.9219

Fonte — Elaborada pela autora.
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Figura 19 — Equagdes geradas pelo M5’ utilizando os atributos selecionados pelo CFS + Random

Search
NOME EQUACAO
EQI16 et0 =0.0078 * pressaoAtmMin - 0.0041

* tempMax + 0.0068 * tempArMedia
+ 0.0643 * ventoVeloc + 0.0014 *
radSolarMedia - 4.8287

EQ17 et0 =0.0031 * pressaoAtmMin - 0.0066
* tempMax + 0.009 * tempArMedia
+ 0.0497 * ventoVeloc + 0.001 *
radSolarMedia - 1.9765

EQ18 et0 = 0.0025 * pressaoAtmMin - 0.0065
* tempMax + 0.0103 * tempArMedia
+ 0.0499 * ventoVeloc + 0.0009 *
radSolarMedia - 1.659

EQI19 et0 = 0.0015 * pressaoAtmMin - 0.005
* tempMax + 0.0077 * tempArMedia
+ 0.0643 * ventoVeloc + 0.0015 *
radSolarMedia - 1.0391

EQ20 et0 =0.0018 * pressaoAtmMin - 0.0058
* tempMax + 0.0086 * tempArMedia
+ 0.0635 * ventoVeloc + 0.0018 *
radSolarMedia - 1.2602

Fonte — Elaborada pela autora.

6.5 Validacao e analise dos resultados

A fim de validar os modelos obtidos, foram selecionadas 100 instancias do conjunto
de teste usado na etapa anterior, para compor um outro conjunto de testes. Nesse novo conjunto,
para cada instancia, foi removido o seu respectivo valor de ETy. Apds essa remocao, essas
instancias foram submetidas aos modelos criados, de modo que novos valores de ETy fossem
estimados. Esse procedimento foi executado com o auxilio da ferramenta WEKA (HALL et al.,
2009).

Utilizando os novos valores de ET fornecidos pelos modelos e os valores de ETy
originais fornecidos pela estacdo meteorologica, foram criados gréficos para ilustrar a
proximidade desses valores. Para cada gréfico, foi executada a regressdo linear, que gerou uma
funcdo de ajuste dos dados e seu respectivo coeficiente de determinagcdo. O coeficiente de
determinacdo (R?) é uma medida de ajustamento em relacdo aos valores observados. Sua
variacdo € de 0 a 1, e indica quanto o modelo pode explicar esses valores. Quanto mais proximo
de 1 é o R, mais o modelo se ajusta ao conjunto de dados. Os gréficos foram produzidos com a
linguagem R (R Core Team, 2015), e sao apresentados a seguir nas Figuras 20 a 29. A Figura 30

mostra os valores de R? de cada gréfico.
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Figura 20 — Correlacao entre os valores de ETj estimados pelo M5’ e pela estagdo

M5P

0.00 005 0.10 0.15
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0.00 0.05 0.10 0.15

Estacédo

Fonte — Elaborada pela autora.

Figura 21 — Correlacdo entre os valores de ETy estimados pela Regressdo Linear e pela estagao

0.10

Linear Regression
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0.00 0.05 0.10 0.15
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Fonte — Elaborada pela autora.

Figura 22 — Correlacao entre os valores de ETj estimados pelo M5’ + BestFirst e pela estacao

0.10 0.15

MS5P + CFS - BestFirst

0.00 0.05

0.00 0.05 0.10 0.15

Estacéo

Fonte — Elaborada pela autora.
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Figura 23 — Correlagao entre os valores de ETj estimados pela Regressao Linear + BestFirst €
pela estacdo

| T T 1
0.00 0.05 0.10 0.15

Linear Regression + CFS - BestFirst
0.00 005 0.10 0.15

Estacédo

Fonte — Elaborada pela autora.

Figura 24 — Correlagdo entre os valores de ETj estimados pelo M5’ + ExhaustiveSearch e pela

estacao
5
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Fonte — Elaborada pela autora.
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Figura 25 — Correlagdo entre os valores de ET7p estimados pela Regressao Linear +
ExhaustiveSearch e pela estacdo

0.00 0.05 010 0.15

| T T 1
0.00 0.05 0.10 0.15

Linear Regression + CFS - ExhaustiveSearch

Estacéo

Fonte — Elaborada pela autora.

Figura 26 — Correlacao entre os valores de E7j estimados pelo M5’ + GeneticSearch e pela
estacao

M5P + CFS - GeneticSearch

0.00 005 0.10 0.5

0.00 0.05 0.10 0.15

Estacéo

Fonte — Elaborada pela autora.
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Figura 27 — Correlacdo entre os valores de E Ty estimados pela Regressao Linear + GeneticSearch
e pela estagcdo

0.00 0.05 010 0.15
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Fonte — Elaborada pela autora.

Figura 28 — Correlacao entre os valores de E7j estimados pelo M5’ + RandomSearch e pela
estacao

0.10 0.15

M5P + RandomSearch
0.05

0.00

| I | |
0.00 0.05 0.10 0.15
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Fonte — Elaborada pela autora.
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Figura 29 — Correlagdo entre os valores de ET7p estimados pela Regressao Linear +
RandomSearch e pela estagao

0.05 0.10 0.156

Linear Regression + RandomSearch
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Fonte — Elaborada pela autora.

Figura 30 — Coeficientes de determinacao (R?)

ALGORITMO M5’ REGRESSAO LINEAR
CFS + GeneticSearch 0.989 | 0.9302
CFES + ExhaustiveSearch | 0.989 | 0.9308
CFS + BestFirst 0.9821 | 0.9262
CFES + RandomSearch 0.9957 | 0.9618
Sem selecdo de atributos | 0.9972 | 0.9666

Fonte — Elaborada pela autora.

Tomando como base a Figura 15 na Secdo 6.4, e a Figura 30, € possivel afirmar que
0 M5’ criou modelos de maior correlacdao que a regressao linear. Na abordagem que utilizou
a selecdo de atributos, o algoritmo de busca que obteve maior acuricia quando executado
junto ao CFS foi o RandomSearch, que apresentou para o M5’, coeficiente de correlacio e R>
iguais a 0.9963 e 0.9957, e para a regressao linear iguais a 0.9653 e 0.9618, respectivamente.
Note que esses valores sdo muito proximos aos coeficientes obtidos pelos modelos que nao
utilizaram selecdo de atributos, o que indica que o conjunto de atributos selecionados pelo CFS
+ RandomSearch € o que melhor representa a base dados original usada para os experimentos.

Xavier, Tanaka e Revoredo (2015a) concluiram em seu trabalho, que era possivel
utilizar o mesmo modelo de predi¢cdo da evapotranspiracdo potencial para cidades com condigdes
climdticas semelhantes. De modo andlogo, foram realizados testes com dados climéticos

fornecidos pelo INMET, da cidade de Quixeramobim, a fim de investigar a possibilidade da
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reutilizacdo dos modelos criados para Quixadd, ou da criacdo de um modelo unificado que
pudesse ser empregado nas duas cidades.

Para tal, foi criado a partir dos dados da estacdo de Quixadd um novo modelo com
os atributos correspondentes a base do INMET. Entretando, os dados de Quixeramobim néo
possuiam o atributo radiac¢do solar média, logo, ele foi retirado dos dados de Quixad4 antes da
criagdo do modelo. A criacdo do modelo deu-se pela execucdo do M5’ sem selecdo de atributos.
A Figura 31 apresenta o grafico que ilustra a correlagdo entre os valores de E7j e a Figura 32
apresenta o coeficiente de determinagio R.

Figura 31 — Correlacdo entre os valores de ETy de Quixeramobim estimados pelo modelo e os
valores de ETy de Quixada estimados pela estacao

Quixeramobim - Modelo

0.00 0.05 0.10 0.15 0.20

Quixada - Estacéo

Fonte — Elaborada pela autora.

Figura 32 — Coeficiente de determinagdo entre os valores de ETy de Quixeramobim estimados
pelo modelo e os valores de ETy de Quixadd estimados pela estacio

Call:
Im{formula = et@EstacacRealsetd ~ (QxbEt@Spredicted)

Residuals:
Min 10 Median 3Q Max
-0.10103 -0.04783 -0.81179 ©0.84532 0.15574

Coefficients:

Estimate Std. Error t value Pr{=|t|)
(Intercept) 0.0848253 0.9022926 36.999 < 2e-16 ***
QxbEt@Spredicted -0.0025208 ©.0004838 -5.963 3.31e-09 ***

Signif. codes: @ “**%* g_@@1 ‘*=** §.01 “**' @.05 *.' 0.1 7 ' 1
Residual standard error: 8.085584 on 1118 degrees of freedom

Multiple R-squared: ©.038083, Adjusted R-squared: 0.02995
F-statistic: 35.56 on 1 and 1118 DF, p-value: 3.313e-09

> |

Fonte — Elaborada pela autora.
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Como pode ser observado nas figuras acima, o R? é igual a 0.03083, um valor muito
baixo de correlagdo. Isso pode indicar que, embora as cidades de Quixada e Quixeramobim
sejam proximas e possuam condi¢des climdaticas semelhantes, 0 mesmo modelo de predi¢ao
da ETy ndo pode ser utilizado. Um outro possivel motivo para a baixa correlagdo do modelo,
foi a retirada do atributo de radiacdo solar média. E possivel notar que em todos os modelos
apresentados Secao 6.4, a radiacdo solar média fazia-se presente nas equacoes, fato este que
caracteriza sua importancia para criagdo dos modelos. Entretanto, ainda faz-se necessario um
estudo mais detalhado para confirmar os motivos da baixa correlagdo, visto que Xavier, Tanaka
e Revoredo (2015a) mostraram que € possivel a reutilizacdo do mesmo modelo em locais de

condig¢des climdticas parecidas.
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7 CONCLUSAO E TRABALHOS FUTUROS

A agricultura irrigada € o principal meio de garantir a seguranga alimentar, bem
como a qualidade dos alimentos. O manejo da irrigagdo consiste em técnicas que visam utilizar
a dgua disponivel para irrigacdo de modo eficiente a partir do conhecimento das caracteristicas
do solo, das condig¢des climéticas e do tipo de cultura. A estimativa da evapotranspiracao de
referéncia (ETp) € uma das principais atividades para entender a necessidade de d4gua de uma
determinada cultura. Entretanto, os métodos existentes para realizar tal estimativa sdo complexos
e dispendiosos.

Este trabalho apresentou modelos preditivos da E7; compostos de equagdes lineares
simples e de facil aplicacdo, criados a partir de dados meteoroldgicos fornecidos pela estacao
meteoroldgica instalada na UFC Quixadd. Foram apresentadas alternativas com e sem selecdo de
atributos, e ambas as abordagens resultaram em modelos de alta acurdcia. Dentre os algoritmos
escolhidos para a criagdo dos modelos, o M5’ apresentou taxas de acerto maiores do que a
regressao linear. Além disso, dentre os quatro algoritmos de busca executados (BestFirst,
ExhaustiveSearch, GeneticSearch e RandomSearch) juntamente com o avaliador CF'S na etapa
de sele¢do de atributos, o RandomSearch selecionou um conjunto de atributos que resultou em
modelos com acurédcia muito proximas dos modelos que empregaram todos os atributos. Logo,
ao fim deste estudo, foi possivel concluir que estimar a E7Ty usando modelos preditivos pode ser
uma alternativa vidvel e menos complexa para agronomos, agricultores e pesquisadores da drea.

Como trabalhos futuros, pode-se destacar a replicacdo da metodologia apresentada
neste trabalho para analisar dados climéticos de outras cidades, e tentar identificar a possibilidade
de desenvolver um modelo unificado capaz de estimar a E7j de uma regido sem grandes percas
de acurdacia. Uma outra proposta também € a constru¢do de uma ferramenta online que crie e
disponibilize esses modelos, de modo que possa auxiliar pessoas interessadas em realizar essa

estimativa a partir do seu proprio conjunto de dados.
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APENDICE A - SELECAO DE ATRIBUTOS

Neste apéndice serdo expostas as telas de saidas com os resultados, obtidas pela

execucdo dos algoritmos de selecdo de atributos utilizando a ferramenta WEKA.

Resultados da execucao do CF'S com os algoritmos de busca

A seguir, € apresentada a saida gerada pela execu¢do do CFS com o algoritmo de
busca BestFirst. Note que o campo number of folds indica a quantidade de conjuntos em que
um determinado atributo estava presente. Desse modo, € possivel inferir que os atributos que
obtiveram essa quantidade acima de 0, foram selecionados pelo algoritmo como candidatos para

representar a base de dados.

=== Run information ===

Evaluator: weka.attributeSelection.CfsSubsetEval
Search:weka.attributeSelection.BestFirst -D 1 -N 5
Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1
Instances: 1120
Attributes: 15

pressao_atm_max

pressao_atm_min

chuva_mm

temp_ar_max

temp_ar_min

umid_relat_max

umid_relat_min

rad_solar_total

temp_max

temp_min

temp_ar_media

umid_relat_media

vento_veloc

rad_solar_media

et0

Evaluation mode:10-fold cross-validation
=== Attribute selection 10 fold cross-validation seed: 1 ===

number of folds () attribute
oC 0 %) 1 pressao_atm_max
2( 20 %) 2 pressao_atm_min
oC 0% 3 chuva_mm



10(100

0(
0(
0(
0(
0(
o(
0(
0(

0
0
0
0
0
0
0
0

10(100
10(100

13
1)
)
)
13
3]
)
3
3
)
)

temp_ar_max
temp_ar_min
umid_relat_max
umid_relat_min

rad_solar_total

© 00 N O O P»

temp_max

10 temp_min

11 temp_ar_media

12 umid_relat_media
13 vento_veloc

14 rad_solar_media
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Saida gerada pela execu¢do do CF'S com o algoritmo de busca ExhaustiveSearch:

=== Run information

Evaluator:

Search:weka.attributeSelection.ExhaustiveSearch

Relation:
Instances:

Attributes:

weka.attributeSelection.CfsSubsetEval

2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1

112
15

0

pressao_atm_max

pressao_atm_min

chuva_mm

temp_ar_max

temp_ar_min

umid_relat_max

umid_relat_min

rad_solar_total

temp_max

temp_min

temp_ar_media

umid_relat_media

vento_veloc

rad_solar_media

et0

Evaluation mode:10-fold cross-validation

=== Attribute selection 10 fold cross-validation seed: 1

number of folds (%)

oC 0%
2( 20 %)
oC 0W
oC 0%

attribute
1 pressao_atm_max
2 pressao_atm_min
3 chuva_mm

4 temp_ar_max



1C 10 %) 5 temp_ar_min

oC 0% 6 umid_relat_max
oC 0% 7 umid_relat_min
oC 0% 8 rad_solar_total
oC 0% 9 temp_max

0C 0 %) 10 temp_min

9( 90 %) 11 temp_ar_media

oC 0 %) 12 umid_relat_media
10(100 %) 13 vento_veloc
10(100 %) 14 rad_solar_media

Saida gerada pela execu¢@o do CF'S com o algoritmo de busca GeneticSearch:

=== Run information ===

Evaluator: weka.attributeSelection.CfsSubsetEval
Search:weka.attributeSelection.GeneticSearch -Z 20 -G 20 -C 0.6 -M 0.033 -R 20 -S 1
Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1
Instances: 1120
Attributes: 15

pressao_atm_max

pressao_atm_min

chuva_mm

temp_ar_max

temp_ar_min

umid_relat_max

umid_relat_min

rad_solar_total

temp_max

temp_min

temp_ar_media

umid_relat_media

vento_veloc

rad_solar_media

et0

Evaluation mode:10-fold cross-validation

=== Attribute selection 10 fold cross-validation seed: 1 ===

number of folds () attribute
oC 0 %) 1 pressao_atm_max
3( 30 %) 2 pressao_atm_min
oC 0% 3 chuva_mm
2( 20 %) 4 temp_ar_max
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1C 10 %) 5 temp_ar_min

oC 0% 6 umid_relat_max
oC 0% 7 umid_relat_min
oC 0% 8 rad_solar_total
oC 0% 9 temp_max

0C 0 %) 10 temp_min

7C 70 %) 11 temp_ar_media

oC 0 %) 12 umid_relat_media
10(100 %) 13 vento_veloc
10(100 %) 14 rad_solar_media

Saida gerada pela execugdo do CF'S com o algoritmo de busca RandomSearch:

=== Run information ===

Evaluator: weka.attributeSelection.CfsSubsetEval
Search:weka.attributeSelection.RandomSearch -F 25.0 -seed 1
Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1
Instances: 1120
Attributes: 15

pressao_atm_max

pressao_atm_min

chuva_mm

temp_ar_max

temp_ar_min

umid_relat_max

umid_relat_min

rad_solar_total

temp_max

temp_min

temp_ar_media

umid_relat_media

vento_veloc

rad_solar_media

et0

Evaluation mode:10-fold cross-validation

=== Attribute selection 10 fold cross-validation seed: 1 ===

number of folds () attribute
oC 0 %) 1 pressao_atm_max
10(100 %) 2 pressao_atm_min
oC 0% 3 chuva_mm
oC 0% 4 temp_ar_max



oC 0
oC o
oC 0
oC o
10(100
oC 0
10(100
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10(100
10(100
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temp_ar_min
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vento_veloc
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APENDICE B - MODELOS PREDITIVOS

Neste apéndice, serdo apresentados os modelos preditivos criados a partir da execugao

dos algoritmos M5’ e regressao linear, implementados pela ferramenta WEKA.

Modelos criados pelo M5’

O M5’ é um algoritmo que utiliza drvores de decisdo com modelos lineares em suas
folhas para criar seus modelos. A seguir, € mostrado o modelo de predicao da ETj criado por

esse algoritmo, sem a utilizacdo de selecdo de atributos.

=== Run information ===

Scheme:weka.classifiers.trees.MbP -M 4.0
Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1
Instances: 1120
Attributes: 15
pressao_atm_max
pressao_atm_min
chuva_mm
temp_ar_max
temp_ar_min
umid_relat_max
umid_relat_min
rad_solar_total
temp_max
temp_min
temp_ar_media
umid_relat_media
vento_veloc
rad_solar_media
et0

Test mode:split 70.0% train, remainder test
=== Classifier model (full training set) ===

M5 pruned model tree:

(using smoothed linear models)

umid_relat_min <= 62.089 :

| rad_solar_media <= 6.122 :

| |  vento_veloc <= 0.928 :

| | | vento_veloc <= 0.196 : LM1 (11/0.294%)
| | | vento_veloc > 0.196 : LM2 (30/4.717%)



| | vento_veloc > 0.928 :

| | | temp_ar_min <= 28.789 :

| | | | temp_ar_max <= 28.815 : LM3 (34/2.654%)

| | | |  temp_ar_max > 28.815 :

| | | | | vento_veloc <= 2.395 :

| | | | |  vento_veloc > 2.395 :

| | | temp_ar_min > 28.789 :

| | | | vento_veloc <= 1.433 :

| | | | |  temp_ar_min <= 31.36 :

| | | | | temp_ar_min > 31.36 :

| | | |  vento_veloc > 1.433 :

| | | | | temp_ar_min <= 30.455 :
| | | | |  temp_ar_min > 30.455 :

| rad_solar_media > 6.122 :
| | umid_relat_max <= 55.536 :

| | | vento_veloc <= 1.844 :

LM4 (30/2.811%)
LM5 (16/2.468%)

LM6 (10/5.641%)

LM7 (28/4%)

LM8 (19/3.321%)
LM9 (25/7.658%)

| | | | vento_veloc <= 1.356 : LM10 (29/1.586%)
| | | | vento_veloc > 1.356 : LM11 (91/1.862%)

| | | vento_veloc > 1.844 :

| | | |  umid_relat_min <= 37.489 :
| | I | |  vento_veloc <= 2.369 :
| | | | |  vento_veloc > 2.369 :
| | | |  umid_relat_min > 37.489 :

| | umid_relat_max > 55.536 :

LM12 (84/1.363%)
LM13 (50/2.168%)
LM14 (80/3.192%)

| | | vento_veloc <= 1.875 : LM15 (38/3.014%)
| | | vento_veloc > 1.875 : LM16 (63/6.014%)

umid_relat_min > 62.089 :

|  temp_ar_max <= 25.109 :

| | vento_veloc <= 0.44 : LM17 (76/3.804%)

| | vento_veloc > 0.44 :

| | | vento_veloc <= 1.571 : LM18 (149/3.46%)
| | |  vento_veloc > 1.571 : LM19 (109/4.107%)

|  temp_ar_max > 25.109 :

| | vento_veloc <= 1.754 : LM20 (60/5.452%)

| | vento_veloc > 1.754 :

| | | rad_solar_total <= 2501.705 :

| | | | umid_relat_max <= 76.802 :
| | | | |  temp_ar_max <= 26.983 :
| | | | |  temp_ar_max > 26.983 :

| | | |  umid_relat_max > 76.802 :

| | |  rad_solar_total > 2501.705 :

LM num: 1

et0 =

0.0001 * pressao_atm_max
+ 0.0003 * temp_ar_max

+ 0.0029 * temp_ar_min

LM21 (22/4.908%)
LM22 (13/3.862%)
LM23 (25/3.566%)

LM24 (28/1.509%)
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+

0.0001 * umid_relat_max

+

0.0002 * umid_relat_min

- 0.0005 * temp_min

- 0.0003 * temp_ar_media
0.0008 * umid_relat_media

+ 0.0621 * vento_veloc
+ 0.0004 * rad_solar_media

- 0.1013

LM num: 2

et0 =

0.0001 * pressao_atm_max
+ 0.0011 * temp_ar_max

+ 0.0029 * temp_ar_min

+ 0 * umid_relat_max

+

0.0002 * umid_relat_min

0.0005 * temp_min

- 0.0003 * temp_ar_media

- 0.0008 * umid_relat_media
+ 0.0599 * vento_veloc

+ 0.0004 * rad_solar_media

- 0.1242

LM num: 3

et0 =

0 * pressao_atm_max

- 0.0002 * temp_ar_max
+ 0.0024 * temp_ar_min

+ 0 * umid_relat_max

+

0.0002 * umid_relat_min
- 0.0005 * temp_min

+

0.0004 * temp_ar_media
0.0016 * umid_relat_media

+

0.0281 * vento_veloc

+

0.0004 * rad_solar_media
0.0033

+

LM num: 4

et0 =

0 * pressao_atm_max

- 0.0004 * temp_ar_max

+ 0.002 * temp_ar_min

+ 0 * umid_relat_max

+ 0.0002 * umid_relat_min

- 0.0005 * temp_min

+ 0.0006 * temp_ar_media

- 0.0017 * umid_relat_media
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+ 0.0313 * vento_veloc
+ 0.0004 * rad_solar_media

+ 0.0171

LM num: 5

et0 =

0 * pressao_atm_max

- 0.0004 * temp_ar_max

+ 0.0021 * temp_ar_min

+ 0 * umid_relat_max

+ 0.0002 * umid_relat_min
- 0.0005 * temp_min

+ 0.0006 * temp_ar_media

- 0.0018 * umid_relat_media
+ 0.0285 * vento_veloc

+ 0.0004 * rad_solar_media

+ 0.024

LM num: 6

et0 =

0 * pressao_atm_max

+ 0.0006 * temp_ar_max

+ 0.0022 * temp_ar_min

- 0.0002 * umid_relat_max
+ 0 * umid_relat_min

- 0.0005 * temp_min

+

0.0015 * temp_ar_media

- 0.0011 * umid_relat_media
+ 0.0528 * vento_veloc

+ 0.0004 * rad_solar_media

- 0.0841

LM num: 7

et0 =

0 * pressao_atm_max

+ 0.0007 * temp_ar_max

+ 0.0022 * temp_ar_min

- 0.0002 * umid_relat_max
- 0 * umid_relat_min

- 0.0005 * temp_min

+ 0.0015 * temp_ar_media

- 0.0011 * umid_relat_media
+ 0.0615 * vento_veloc

+ 0.0004 * rad_solar_media

- 0.0932

LM num: 8
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et0 =

0.0001 * pressao_atm_max

- 0.0008 * temp_ar_max

+ 0.004 * temp_ar_min

+ 0 * umid_relat_max

+ 0.0002 * umid_relat_min
- 0.0005 * temp_min

+ 0.0015 * temp_ar_media

- 0.0023 * umid_relat_media
+ 0.0462 * vento_veloc

+ 0.0004 * rad_solar_media

- 0.087

LM num: 9

et0 =

0 * pressao_atm_max

- 0.0035 * temp_ar_max

+ 0.0037 * temp_ar_min

+ 0 * umid_relat_max

+ 0.0002 * umid_relat_min
- 0.0005 * temp_min

+ 0.0072 * temp_ar_media

- 0.0016 * umid_relat_media
+ 0.0555 * vento_veloc

+ 0.0004 * rad_solar_media

- 0.1793

LM num: 10
et0 =

0 * pressao_atm_max

+ 0.0004 * temp_ar_max

+ 0.0013 * temp_ar_min

+ 0.0001 * umid_relat_max
- 0.0008 * umid_relat_min
+ 0 * rad_solar_total

+ 0.0002 * temp_max

- 0.0001 * temp_min

- 0.0002 * temp_ar_media

- 0.0011 * umid_relat_media
+ 0.067 * vento_veloc

+ 0.0002 * rad_solar_media
+ 0.0152

LM num: 11

et0 =

0 * pressao_atm_max

+ 0.0008 * temp_ar_max
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+ 0.001 * temp_ar_min

+ 0.0001 * umid_relat_max
- 0 * umid_relat_min

+ 0 * rad_solar_total

+ 0.0002 * temp_max

- 0.0001 * temp_min

- 0.0002 * temp_ar_media

- 0.0021 * umid_relat_media
+ 0.0649 * vento_veloc

+ 0.0002 * rad_solar_media
+ 0.0243

LM num: 12

et0 =

0 * pressao_atm_max
+ 0.0009 * temp_ar_max
+ 0.0001 * temp_ar_min
0001 * umid_relat_max
* umid_relat_min

* rad_solar_total

0009 * temp_max

0.
0.
0.
0
0
0.

+ 0.0004 * temp_min
0.0001 * temp_ar_media
0.0028 * umid_relat_media
0.0634 * vento_veloc
0.0002 * rad_solar_media
0.

0445

LM num: 13

et0 =

0 * pressao_atm_max

+ 0.0004 * temp_ar_max

+ 0.0001 * temp_ar_min

- 0.0004 * umid_relat_max
- 0 * umid_relat_min

+ 0 * rad_solar_total

- 0.0007 * temp_max

- 0.0016 * temp_min

+ 0.0041 * temp_ar_media

- 0.0011 * umid_relat_media
+ 0.0629 * vento_veloc

+ 0.0002 * rad_solar_media

- 0.0562

LM num: 14
et0 =

0 * pressao_atm_max
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+ 0.0006 * temp_ar_max

+ 0.0013 * temp_ar_min

+ 0.0006 * umid_relat_max
- 0.0001 * umid_relat_min
+ 0 * rad_solar_total

+ 0.0003 * temp_max

- 0.0001 * temp_min

- 0.0001 * temp_ar_media

- 0.0032 * umid_relat_media
+ 0.0501 * vento_veloc

+ 0.0002 * rad_solar_media
+ 0.0765

LM num: 15

et0 =

0 * pressao_atm_max

- 0.0026 * pressao_atm_min
+ 0.0027 * temp_ar_max

+ 0.0001 * temp_ar_min

- 0.0008 * umid_relat_max
+ 0.0006 * umid_relat_min
+ 0 * rad_solar_total

+ 0.0002 * temp_max

- 0.0016 * temp_min

- 0.0012 * temp_ar_media

- 0.0011 * umid_relat_media
+ 0.0385 * vento_veloc

+ 0.0002 * rad_solar_media
+ 1.6061

LM num: 16

et0 =

0 * pressao_atm_max

+

+

0.

0
0
0
0
0
0.
0
0
0
0
0
9

0162 * pressao_atm_min

.0037 * temp_ar_max
.0001 * temp_ar_min
.0004 * umid_relat_max

.0011 * umid_relat_min

* rad_solar_total

0002 * temp_max

.0012 * temp_min

.0021 * temp_ar_media
.0034 * umid_relat_media
.0372 * vento_veloc
.0002 * rad_solar_media

.8092
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LM num: 17
et0 =

0 * pressao_atm_max

+ 0.0007 * temp_ar_max

+ 0 * temp_ar_min

- 0 * umid_relat_max

- 0 * umid_relat_min

+ 0 * rad_solar_total

+ 0.0001 * temp_max

- 0.0003 * temp_min

- 0.0005 * temp_ar_media

- 0.0001 * umid_relat_media
+ 0.0032 * vento_veloc

+ 0.0002 * rad_solar_media
+ 0.0116

LM num: 18

et0 =

0 * pressao_atm_max
+ 0.0007 * temp_ar_max

* temp_ar_min

* umid_relat_max
.0005 * umid_relat_min

* rad_solar_total

0
0
0
0
0

+ 0.0001 * temp_max
0.0003 * temp_min
0.0005 * temp_ar_media
0.0001 * umid_relat_media
0.012 * vento_veloc
0.0002 * rad_solar_media
0

.0586

LM num: 19

et0 =

0 * pressao_atm_max

+ 0.0007 * temp_ar_max

+ 0 * temp_ar_min

- 0 * umid_relat_max

- 0.0006 * umid_relat_min
+ 0 * rad_solar_total

+ 0.0001 * temp_max

- 0.0003 * temp_min

- 0.0005 * temp_ar_media

- 0.0005 * umid_relat_media
+ 0.0111 * vento_veloc

+ 0.0002 * rad_solar_media

+ 0.0775
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LM num: 20

et0 =

0 * pressao_atm_max

+ 0.0019 * temp_ar_max

- 0.0001 * temp_ar_min

+ 0 * umid_relat_max

- 0.0007 * umid_relat_min
+ 0 * rad_solar_total

+ 0.0014 * temp_max

- 0.0003 * temp_min

- 0.001 * temp_ar_media

- 0.0006 * umid_relat_media
+ 0.016 * vento_veloc

+ 0.0002 * rad_solar_media

+ 0.0683

LM num: 21

et0 =

0.0028 * pressao_atm_max
+ 0.0028 * temp_ar_max

- 0.0022 * temp_ar_min

- 0.0006 * umid_relat_max
+ 0.0001 * umid_relat_min
+ 0 * rad_solar_total

- 0.0008 * temp_max

- 0.0003 * temp_min

- 0.0023 * temp_ar_media

- 0.0007 * umid_relat_media
+ 0.0149 * vento_veloc

+ 0.0002 * rad_solar_media
- 1.5778

LM num: 22

et0 =

-0.0001 * pressao_atm_max
+ 0.003 * temp_ar_max

- 0.0022 * temp_ar_min

- 0.0006 * umid_relat_max

+ 0.0001 * umid_relat_min
+ 0 * rad_solar_total

+ 0.0003 * temp_max

- 0.0003 * temp_min

- 0.0023 * temp_ar_media

- 0.0007 * umid_relat_media
+ 0.0117 * vento_veloc

+

0.0002 * rad_solar_media
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+ 0.1625

LM num: 23

et0 =

-0.0001 * pressao_atm_max
+ 0.0023 * temp_ar_max

- 0.0025 * temp_ar_min
.0006 * umid_relat_max
.0003 * umid_relat_min
* rad_solar_total
.0021 * temp_max

.0003 * temp_min

0
0
0
0
0

- 0.0023 * temp_ar_media
0.0007 * umid_relat_media
0.0095 * vento_veloc
0.0002 * rad_solar_media
0

.1918

LM num: 24

et0 =

-0.0001 * pressao_atm_max

- 0.0029 * pressao_atm_min
+ 0.0017 * temp_ar_max

- 0.0013 * temp_ar_min

- 0.0004 * umid_relat_max
+ 0.0002 * umid_relat_min
* rad_solar_total
.0028 * temp_max

.0003 * temp_min

.0021 * umid_relat_media

.0192 * vento_veloc

0
0
0
- 0.0023 * temp_ar_media
0
0
0.0002 * rad_solar_media
1

.9542
Number of Rules : 24
Time taken to build model: 1.01 seconds

=== Evaluation on test split ===

=== Summary ===

Correlation coefficient 0.9969
Mean absolute error 0.0025
Root mean squared error 0.0044
Relative absolute error 5.1208 %

Root relative squared error 7.8692 %
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Total Number of Instances 336

A seguir, o modelo criado utilizando o M5’, a partir do conjunto de atributos

selecionados pelo CFS + BestFirst:

=== Run information ===

Scheme:weka.classifiers.trees.M5P -M 4.0
Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1-2,4,7-11,13-weka.
filters.unsupervised.attribute.Remove-R3-4
Instances: 1120
Attributes: 5
pressao_atm_min
temp_ar_max
vento_veloc
rad_solar_media
et0

Test mode:split 70.0% train, remainder test
=== Classifier model (full training set) ===

M5 pruned model tree:

(using smoothed linear models)

temp_ar_max <= 27.664 :

| temp_ar_max <= 25.109 :

| | vento_veloc <= 0.44 : LM1 (76/3.804%)

| |  vento_veloc > 0.44 :

| | |  vento_veloc <= 1.571

| | | |  vento_veloc <= 0.886 :

| | | | |  temp_ar_max <= 24.198 : LM2 (34/4.485%)

| | | | |  temp_ar_max > 24.198 : LM3 (15/5.652})

| | | |  vento_veloc > 0.886 :

| | | | | temp_ar_max <= 24.368 : LM4 (68/6.299%)

| | | | |  temp_ar_max > 24.368 :

| | | | | |  temp_ar_max <= 24.579 :

| | | | | | | rad_solar_media <= 5.747 : LM5 (9/3.66%)
| | | | | | | rad_solar_media > 5.747 : LM6 (5/2.061%)
| | | | | |  temp_ar_max > 24.579 : LM7 (19/4.397%)
| | |  vento_veloc > 1.571

| | | | rad_solar_media <= 6.183 : LM8 (83/5.2%)

| | | | rad_solar_media > 6.183 :

| | | | | rad_solar_media <= 6.43 : LM9 (21/7.42%)

| | | | | rad_solar_media > 6.43 : LM10 (6/22.215%)
| temp_ar_max > 25.109 :



| | vento_veloc <= 1.582 : LM11 (51/9.494%)

| |  vento_veloc > 1.582 :

| | | rad_solar_media <= 6.949 : LM12 (79/10.308%)
| | | rad_solar_media > 6.949 : LM13 (34/13.466%)
temp_ar_max > 27.664 :

| rad_solar_media <= 6.122 :

| | vento_veloc <= 0.928 :

| | | vento_veloc <= 0.196 : LM14 (11/0.294%)

| | | vento_veloc > 0.196 :

| | | | vento_veloc <= 0.506 : LM15 (12/2.769%)
| | | | vento_veloc > 0.506 : LM16 (17/4.696%)
| | vento_veloc > 0.928 :

| | |  temp_ar_max <= 32.963 : LM17 (93/10.983%)

| | |  temp_ar_max > 32.963 : LM18 (61/24.676%)

| rad_solar_media > 6.122 :

| | temp_ar_max <= 31.693 : LM19 (115/18.441Y%)

| | temp_ar_max > 31.693 :

| | | vento_veloc <= 1.92 : LM20 (146/10.984%)

| | | vento_veloc > 1.92 : LM21 (165/16.194Y%)

LM num: 1

et0 =

0.0007 * pressao_atm_min
+ 0.0008 * temp_ar_max

+ 0.0025 * vento_veloc

+ 0.0006 * rad_solar_media

- 0.4661

LM num: 2

et0 =

0.0007 * pressao_atm_min
+ 0.0018 * temp_ar_max

+ 0.0035 * vento_veloc

+ 0.0009 * rad_solar_media

- 0.4866

LM num: 3

et0 =

0.0007 * pressao_atm_min
+ 0.0021 * temp_ar_max

+ 0.0087 * vento_veloc

+ 0.0009 * rad_solar_media

- 0.4953

LM num: 4
et0 =

0.0007 * pressao_atm_min
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+ 0.0015 * temp_ar_max
+ 0.0071 * vento_veloc
+ 0.001 * rad_solar_media

- 0.4821

LM num: 5

et0 =

0.0007 * pressao_atm_min
+ 0.0018 * temp_ar_max

+ 0.0039 * vento_veloc

+ 0.003 * rad_solar_media

- 0.4953

LM num: 6

et0 =

0.0062 * pressao_atm_min
+ 0.0018 * temp_ar_max

+ 0.0039 * vento_veloc

+ 0.0033 * rad_solar_media

- 3.7829

LM num: 7

et0 =

0.0007 * pressao_atm_min
+ 0.0018 * temp_ar_max

+ 0.0039 * vento_veloc

+ 0.0018 * rad_solar_media

- 0.4874

LM num: 8

et0 =

0.0022 * pressao_atm_min
+ 0.002 * temp_ar_max

+ 0.0101 * vento_veloc

+ 0.0015 * rad_solar_media

- 1.3445

LM num: 9

et0 =

0.0112 * pressao_atm_min
+ 0.0009 * temp_ar_max

+ 0.017 * vento_veloc

- 0.0015 * rad_solar_media

- 6.7621

LM num: 10
et0 =
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0.0166 * pressao_atm_min
+ 0.0009 * temp_ar_max

+ 0.0126 * vento_veloc

+ 0.0083 * rad_solar_media

- 9.9978

LM num: 11

et0 =

0.0061 * temp_ar_max

+ 0.0158 * vento_veloc

+ 0.0033 * rad_solar_media

- 0.1679

LM num: 12

et0 =

0.0026 * pressao_atm_min
+ 0.0079 * temp_ar_max

+ 0.0128 * vento_veloc

- 0.0022 * rad_solar_media

- 1.7171

LM num: 13

et0 =

0.0363 * pressao_atm_min
+ 0.0098 * temp_ar_max

+ 0.0052 * vento_veloc

+ 0.0022 * rad_solar_media

- 21.984

LM num: 14

et0 =

-0.0091 * pressao_atm_min
+ 0.005 * temp_ar_max

+ 0.059 * vento_veloc

+ 0.0016 * rad_solar_media

+ 5.2986

LM num: 15

et0 =

-0.0091 * pressao_atm_min
+ 0.0059 * temp_ar_max

+ 0.0561 * vento_veloc

+ 0.0021 * rad_solar_media

+ 5.2694

LM num: 16
et0 =
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-0.0091 * pressao_atm_min
+ 0.0065 * temp_ar_max

+ 0.0592 * vento_veloc

+ 0.0019 * rad_solar_media

+ 5.2473

LM num: 17

et0 =

-0.003 * pressao_atm_min

+ 0.0079 * temp_ar_max

+ 0.0246 * vento_veloc

- 0.0092 * rad_solar_media
+ 1.6124

LM num: 18

et0 =

-0.003 * pressao_atm_min

+ 0.0124 * temp_ar_max

+ 0.0482 * vento_veloc

+ 0.0003 * rad_solar_media

+ 1.3819

LM num: 19

et0 =

0.0021 * pressao_atm_min
+ 0.0074 * temp_ar_max

+ 0.0393 * vento_veloc

+ 0.0048 * rad_solar_media

- 1.4922

LM num: 20

et0 =

0.0123 * pressao_atm_min
+ 0.0085 * temp_ar_max

+ 0.0716 * vento_veloc

- 0.0003 * rad_solar_media

- 7.6557

LM num: 21

et0 =

0.0021 * pressao_atm_min
+ 0.0122 * temp_ar_max

+ 0.0568 * vento_veloc

+ 0.0008 * rad_solar_media

- 1.6481

Number of Rules : 21
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Time taken to build model: 0.39 seconds

=== Evaluation on test split ===

=== Summary ===

Correlation coefficient 0.988
Mean absolute error 0.0061
Root mean squared error 0.0086
Relative absolute error 12.5002 %
Root relative squared error 15.4738 7%
Total Number of Instances 336
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A seguir, o modelo criado utilizando o M5°’, a partir do conjunto de atributos

selecionados pelo CFS + ExhaustiveSearch:

=== Run information ===

Scheme:weka.classifiers.trees.M5P -M 4.0

Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1-weka.

filters.unsupervised.attribute.Remove-R1,3-4,6-10,12

Instances: 1120

Attributes: 6
pressao_atm_min
temp_ar_min
temp_ar_media
vento_veloc
rad_solar_media

et0

Test mode:split 70.0% train, remainder test

=== Classifier model (full training set)

M5 pruned model tree:

(using smoothed linear models)

temp_ar_media <= 26.4 :

| vento_veloc <= 0.784 : LM1 (121/3.449%)
| vento_veloc > 0.784 : LM2 (366/10.519%)

temp_ar_media > 26.4 :

| rad_solar_media <= 6.122 :

| |  temp_ar_media <= 29.416 : LM3 (79/8.961%)

| |  temp_ar_media > 29.416 :

| | |  vento_veloc <= 0.822 :

| | | | vento_veloc <= 0.196 : LM4 (11/0.294%)



| | | |  vento_veloc >

0.196 : LM5 (24/3.695%)

| | |  vento_veloc > 0.822 :

| | | |  vento_veloc <= 1.433 :

| | | | |  temp_ar_media <= 32.715 :
| | | | |  temp_ar_media > 32.715 :
| | | |  vento_veloc >

| | | | |  temp_ar_min <= 30.455

1.433 :

| | | | |  temp_ar_min > 30.455 :

| rad_solar_media > 6.122 :

| |  temp_ar_min <= 28.484 :
| |  temp_ar_min > 28.484 :
| | |  vento_veloc <= 2.132 :

| | |  vento_veloc > 2.132 :

LM num: 1

et0 =

-0.0053 * temp_ar_min

+ 0.0067 * temp_ar_media
+ 0.0151 * vento_veloc

+ 0.001 * rad_solar_media

- 0.0364

LM num: 2

et0 =

-0.0178 * temp_ar_min

+ 0.0227 * temp_ar_media
+ 0.013 * vento_veloc

+ 0.002 * rad_solar_media

- 0.13

LM num: 3

et0 =

0.0017 * temp_ar_min

+ 0.0065 * temp_ar_media
+ 0.0248 * vento_veloc

- 0.0107 * rad_solar_media

- 0.1543

LM num: 4

et0 =

0.0028 * temp_ar_min

+ 0.0033 * temp_ar_media

+ 0.0578 * vento_veloc

+ 0.0007 * rad_solar_media

- 0.1831

LM num: 5

LM10 (90/18

LM6 (14/5.9%)
LM7 (29/7.142%)

: LM8 (25/8.312%)

LM9 (25/7.216%)

.758%)

LM11 (204/10.248%)
LM12 (132/13.679%)
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et0 =

0.0034 * temp_ar_min

+ 0.0038 * temp_ar_media

+ 0.0556 * vento_veloc

+ 0.0014 * rad_solar_media

- 0.2209

LM num: 6

et0 =

0.0018 * temp_ar_min

+ 0.0085 * temp_ar_media
+ 0.0502 * vento_veloc

- 0.0002 * rad_solar_media

- 0.3117

LM num: 7

et0 =

0.0029 * temp_ar_min

+ 0.0058 * temp_ar_media
+ 0.0571 * vento_veloc

- 0.0002 * rad_solar_media

- 0.2629

LM num: 8

et0 =

0.0018 * temp_ar_min

+ 0.0102 * temp_ar_media
+ 0.0384 * vento_veloc

- 0.0022 * rad_solar_media

- 0.3404

LM num: 9

et0 =

0.0027 * temp_ar_min

+ 0.0094 * temp_ar_media

+ 0.0499 * vento_veloc

+ 0.0028 * rad_solar_media

- 0.3825

LM num: 10

et0 =

0.0029 * pressao_atm_min

+ 0.0008 * temp_ar_min

+ 0.0074 * temp_ar_media

+ 0.0359 * vento_veloc

+ 0.0049 * rad_solar_media

- 2.027
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LM num:

et0 =

0.0135 *

+

+

+

+

0.0041
0.0044
0.0686
0.0004

- 8.3884

LM num:

et0 =

0.0023 *

+

+ 0.0044

+

+ 0.0016

0.0073

0.0565

1.756

11

pressao_atm_min
* temp_ar_min
* temp_ar_media
* vento_veloc

* rad_solar_media

12

pressao_atm_min
* temp_ar_min
* temp_ar_media
* vento_veloc

* rad_solar_media

Number of Rules : 12

Time taken to build model: 0.53 seconds

Evaluation on test split ===

Summary ===

Correlation coefficient

Mean absolute error

Root mean squared error

Relative absolute error

Root relative squared error

Total Number of Instances

0.9897
0.0054
0.008

11.1767 %
14.4098 Y%
336

A seguir, o modelo criado utilizando o M5’, a partir do conjunto de

selecionados pelo CFS + GeneticSearch:

Scheme:weka.classifiers.trees.M5P -M 4.0

Relation:

Run information ===

Instances: 1120

Attributes: 7

pressao_atm_min
temp_ar_max
temp_ar_min

temp_ar_media
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atributos

2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1-2,4,7-11,13



vento_veloc
rad_solar_media
et0

Test mode:split 70.0% train, remainder test

=== Classifier model (full training set) ===

M5 pruned model tree:

(using smoothed linear models)

temp_ar_max <= 27.664 :

| temp_ar_max <= 25.109 :

| |  vento_veloc <= 0.44 : LM1 (76/3.804%)

| | vento_veloc > 0.44 :

| | | vento_veloc <= 1.571 : LM2 (150/5.692%)

| | |  vento_veloc > 1.571 : LM3 (110/7.053%)

|  temp_ar_max > 25.109 :

| | vento_veloc <= 1.582 : LM4 (51/9.494})

| | vento_veloc > 1.582 :

| | |  rad_solar_media <= 6.949 : LM5 (79/10.207%)

| | | rad_solar_media > 6.949 : LM6 (34/13.143})
temp_ar_max > 27.664 :

| rad_solar_media <= 6.122 :

| | vento_veloc <= 0.928 :

| | | vento_veloc <= 0.196 : LM7 (11/0.294%)

| | | vento_veloc > 0.196 :

| | | | vento_veloc <= 0.506 : LM8 (12/2.769%)

| | | |  vento_veloc > 0.506 : LM9 (17/3.077%)

| | vento_veloc > 0.928 :

| | |  temp_ar_min <= 28.789 : LM10 (72/8.907%)

| | | temp_ar_min > 28.789 :

| | | |  vento_veloc <= 1.433 :

| | | | | temp_ar_min <= 31.36 : LM11 (10/5.998%)
| | | | | temp_ar_min > 31.36 : LM12 (28/6.857%)
| | | |  vento_veloc > 1.433 :

| | | | |  temp_ar_min <= 30.455 : LM13 (19/9.68%)
| | | | | temp_ar_min > 30.455 : LM14 (25/7.658%)
| rad_solar_media > 6.122 :

| | temp_ar_min <= 28.484 : LM15 (90/17.745%)

| | temp_ar_min > 28.484 :

| | | vento_veloc <= 2.132 : LM16 (204/9.949%)

| | | vento_veloc > 2.132 : LM17 (132/13.574%)

LM num: 1
et0 =
0.0012 * temp_ar_max

- 0.001 * temp_ar_min



+ 0.0004 * temp_ar_media
+ 0.0029 * vento_veloc
+ 0.0003 * rad_solar_media

- 0.0145

LM num: 2

et0 =

0.0006 * pressao_atm_min
+ 0.0073 * temp_ar_max

- 0.0049 * temp_ar_min

+ 0 * temp_ar_media

+ 0.0105 * vento_veloc

+ 0.0002 * rad_solar_media

- 0.4154

LM num: 3

et0 =

0.0075 * pressao_atm_min
+ 0.0122 * temp_ar_max

- 0.0142 * temp_ar_min

+ 0.0047 * temp_ar_media

+ 0.0112 * vento_veloc

+ 0.0002 * rad_solar_media

- 4.587

LM num: 4

et0 =

0.0043 * temp_ar_max

- 0.0035 * temp_ar_min

+ 0.0051 * temp_ar_media

+ 0.0162 * vento_veloc

+ 0.0028 * rad_solar_media

- 0.1603

LM num: 5

et0 =

0.0111 * temp_ar_max

+ 0.0015 * temp_ar_min

- 0.0051 * temp_ar_media

+ 0.0129 * vento_veloc

- 0.0029 * rad_solar_media

- 0.1646

LM num: 6
et0 =
0.0006 * temp_ar_max

- 0.006 * temp_ar_min
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+ 0.0153 * temp_ar_media
+ 0.0063 * vento_veloc
+ 0.0015 * rad_solar_media

- 0.2234

LM num: 7

et0 =

-0.0015 * temp_ar_max

+ 0.0018 * temp_ar_min

+ 0.0051 * temp_ar_media
+ 0.0597 * vento_veloc

- 0.0012 * rad_solar_media

- 0.1508

LM num: 8

et0 =

-0.0011 * temp_ar_max

+ 0.0023 * temp_ar_min

+ 0.0051 * temp_ar_media
+ 0.0577 * vento_veloc

- 0.0012 * rad_solar_media

- 0.1798

LM num: 9

et0 =

-0.0009 * temp_ar_max

+ 0.0028 * temp_ar_min

+ 0.0051 * temp_ar_media
+ 0.0605 * vento_veloc

- 0.0012 * rad_solar_media

- 0.2036

LM num: 10

et0 =

-0.0007 * temp_ar_max

+ 0.0047 * temp_ar_min

+ 0.0062 * temp_ar_media
+ 0.0265 * vento_veloc

- 0.0075 * rad_solar_media
- 0.2283

LM num: 11

et0 =

-0.0008 * temp_ar_max

+ 0.0031 * temp_ar_min

+ 0.0069 * temp_ar_media

+ 0.0498 * vento_veloc
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- 0.001 * rad_solar_media

- 0.2719

LM num: 12

et0 =

-0.0003 * temp_ar_max

+ 0.0027 * temp_ar_min

+ 0.0069 * temp_ar_media
+ 0.0578 * vento_veloc

- 0.001 * rad_solar_media

- 0.2772

LM num: 13

et0 =

-0.0024 * temp_ar_max

+ 0.0063 * temp_ar_min

+ 0.0088 * temp_ar_media
+ 0.0398 * vento_veloc

- 0.001 * rad_solar_media

- 0.364

LM num: 14

et0 =

-0.005 * temp_ar_max

+ 0.0036 * temp_ar_min

+ 0.0141 * temp_ar_media
+ 0.0511 * vento_veloc

- 0.001 * rad_solar_media

- 0.3767

LM num: 15

et0 =

0.0029 * pressao_atm_min

- 0.0006 * temp_ar_max

+ 0.0008 * temp_ar_min

+ 0.0074 * temp_ar_media

+ 0.0369 * vento_veloc

+ 0.0044 * rad_solar_media

- 1.9882

LM num: 16

et0 =

0.0151 * pressao_atm_min
- 0.0047 * temp_ar_max

+ 0.0018 * temp_ar_min

+ 0.0111 * temp_ar_media

+

0.0684 * vento_veloc
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+ 0.0003 * rad_solar_media

- 9.3162

LM num: 17

et0 =

0.0025 * pressao_atm_min
- 0.004 * temp_ar_max

+ 0.006 * temp_ar_min

+ 0.0094 * temp_ar_media

+ 0.0563 * vento_veloc

+ 0.0015 * rad_solar_media

- 1.8292

Number of Rules : 17

Time taken to build model: O.

=== Evaluation on test split

=== Summary ===

Correlation coefficient
Mean absolute error

Root mean squared error
Relative absolute error
Root relative squared error

Total Number of Instances

4 seconds

0.9899

0.0054

0.0079

11.1612 %

14.2651 %
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Modelos criados pela Regressao Linear

76

A regressao linear € uma técnica que visa mapear os dados em funcdo de uma

varidvel de predicao real. A seguir, encontra-se o modelo gerado a partir da sua execucao, sem a

utilizagdo de selecao de atributos.

=== Run information ===

Scheme:weka.classifiers.functions.LinearRegression -S 0 -R 1.0E-8

Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1

Instances: 1120

Attributes: 15
pressao_atm_max
pressao_atm_min
chuva_mm
temp_ar_max
temp_ar_min

umid_relat_max



umid_relat_min
rad_solar_total
temp_max
temp_min
temp_ar_media
umid_relat_media
vento_veloc
rad_solar_media

et0
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Test mode:split 70.0% train, remainder test

=== (Classifier model (full training set) ===

Linear Regression Model

et0 =

0.0098 * temp_ar_max +
-0.0022 * temp_ar_min +
-0.0016 * umid_relat_max +

0.0019 * umid_relat_min +
-0.0096 * temp_min +

0.0009 * umid_relat_media +

0.0314 * vento_veloc +

0.0054 * rad_solar_media +

-0.1273

Time taken to build model: 0.01 seconds

=== Evaluation on test split ===

=== Summary ===

Correlation coefficient
Mean absolute error

Root mean squared error
Relative absolute error
Root relative squared error

Total Number of Instances

A seguir, o modelo

atributos selecionados pelo CFS

=== Run information ===

0.9659
0.0109
0.0144

22.34 %
25.9766 ¥,
336

criado utilizando a regressdo linear, a partir do conjunto de

+ BestFirst:
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Scheme:weka.classifiers.functions.LinearRegression -S 0 -R 1.0E-8
Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1-2,4,7-11,13-weka.
filters.unsupervised.attribute.Remove-R3-4
Instances: 1120
Attributes: 5
pressao_atm_min
temp_ar_max
vento_veloc
rad_solar_media
et0

Test mode:split 70.0% train, remainder test

=== Classifier model (full training set) ===

Linear Regression Model

et0 =
0.0077 * temp_ar_max +
0.0246 * vento_veloc +
0.0044 * rad_solar_media +
-0.2242

Time taken to build model: O seconds

=== Evaluation on test split ===

=== Summary ===

Correlation coefficient 0.9511
Mean absolute error 0.0137
Root mean squared error 0.0171
Relative absolute error 28.1222 %
Root relative squared error 30.9578 %
Total Number of Instances 336

A seguir, o0 modelo criado utilizando a regressao linear, a partir do conjunto de

atributos selecionados pelo CFS + ExhaustiveSearch:
=== Run information ===

Scheme:weka.classifiers.functions.LinearRegression -S 0 -R 1.0E-8

Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-Rl-weka.
filters.unsupervised.attribute.Remove-R1,3-4,6-10,12

Instances: 1120



Attributes: 6
pressao_atm_min
temp_ar_min
temp_ar_media
vento_veloc
rad_solar_media

et0
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Test mode:split 70.0% train, remainder test

=== Classifier model (full training set) ===

Linear Regression Model

et0 =

0.0081 * temp_ar_media +
0.0249 * vento_veloc +
0.0047 * rad_solar_media +

-0.2314

Time taken to build model: O seconds

=== Evaluation on test split ===

=== Summary ===

Correlation coefficient
Mean absolute error

Root mean squared error
Relative absolute error
Root relative squared error

Total Number of Instances

A seguir, o modelo

0.9536
0.0134
0.0167

27.4272 Y,
30.1868 %
336

criado utilizando a regressdo linear, a partir do conjunto de

atributos selecionados pelo CFS + GeneticSearch:

=== Run information ===

Scheme:weka.classifiers.functions.LinearRegression -S 0 -R 1.0E-8

Relation: 2016total-semoutlier2-weka.filters.unsupervised.attribute.Remove-R1-2,4,7-11,13

Instances: 1120

Attributes: 7
pressao_atm_min
temp_ar_max
temp_ar_min

temp_ar_media



vento_veloc
rad_solar_media
et0

Test mode:split 70.0% train, remainder test

=== Classifier model (full training set) ===

Linear Regression Model

et0 =
0.0039 * temp_ar_max +
0.0042 * temp_ar_min +
0.0247 * vento_veloc +
0.0048 * rad_solar_media +
-0.2329

Time taken to build model: O seconds

=== Evaluation on test split ===

=== Summary ===

Correlation coefficient 0.9536
Mean absolute error 0.0134
Root mean squared error 0.0167
Relative absolute error 27.4272 %,
Root relative squared error 30.1868 ¥

Total Number of Instances 336
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ANEXO A - ESTACAO METEOROLOGICA

Neste anexo serdo apresentadas as caracteristicas da estagdo meteorologica
automdtica responsavel pela medicdo das condi¢des climéticas e pelo fornecimento dos dados

utilizados nos experimentos deste trabalho.

Componentes da estacao meteoroldgica

A estacdo meteoroldgica encontra-se instalada no campus da Universidade Federal
do Cear4, na cidade de Quixada e ndo recebe manutengdes frequentes de especialistas. Abaixo, é

possivel observar os componentes da estagdo e seus respectivos modelos.

ITEM MODELO | QUANTIDADE
Coletor de dados 900MHz-5 S.E. CR206 01
Bateria 12VDC 7AH. BAT 12V.7 01
Painel/Gerador/Mdédulo Solar 10W KS10 01
Caixa plastica selada IP67 com suportes CSB2916 01
Sensor de direcdo e velocidade do vento 03002-L 01
Sensor de temperatura e umidade relativa | SDI12 CSL 01
Cabo 4M CS215-L12 01
Abrigo termométrico 6 pratos R.M. Young | 41303-5A 01
Sensor de radiacao solar global Apogee 01
Cabo 4M CS300-L12 01
Base de nivelamento CS300 CSB18356 01
Pluvidmetro R.M. Young 0.2MM/Tip 52203 01
Tripe de metal aluminio 3M com brago | CSB-CM10 01
superior para sensores

Suporte para sensor de radiacdo solar CM225 01
Braco superior de aluminio com adaptador - 01
CM210

Suporte para sensor de vento em angulo CM220 01
reto

Transmissor de dados spread spectrum RF401 01
9102918 MHz

Antena 900MHz para RF401 ANTRF401 01




	Folha de rosto
	Agradecimentos
	Resumo
	Abstract
	Sumário
	Introdução
	Fundamentação Teórica
	Evapotranspiração
	Evapotranspiração de Referência

	Métodos de Seleção de Atributos
	Regressão Linear
	M5'

	Trabalhos Relacionados
	Objetivos
	Objetivo Geral
	Objetivos específicos

	Procedimentos Metodológicos
	Coleta dos dados
	Preparação dos dados
	Aplicação da seleção de atributos
	Criação dos modelos preditivos
	Validação e análise dos resultados

	Experimentos e Resultados
	Coleta dos dados
	Preparação dos dados
	Aplicação da seleção de atributos
	Criação dos modelos preditivos
	Validação e análise dos resultados

	Conclusão e Trabalhos Futuros
	REFERÊNCIAS
	SELEÇÃO DE ATRIBUTOS
	MODELOS PREDITIVOS
	ESTAÇÃO METEOROLÓGICA

